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RESUMO 

 
CASTRO, Renato Vinícius Oliveira, M.Sc., Universidade Federal de Viçosa, 

fevereiro de 2011. Modelagem do crescimento em nível de árvores 
individuais utilizando redes neurais e autômatos celulares. Orientador: 
Carlos Pedro Boechat Soares. Co-orientadores: Helio Garcia Leite e 
Agostinho Lopes de Souza. 

 
Modelar de maneira precisa o crescimento e a produção de 

povoamentos é importante para um melhor gerenciamento dos recursos 

florestais. Como o manejo tem demandado cada vez mais detalhes acerca do 

crescimento e dinâmica dos povoamentos, principalmente aqueles destinados 

à produção de madeira de alta qualidade ou a multiprodutos, modelos em nível 

de distribuição diamétrica e em nível de árvores individuais têm sido cada vez 

mais demandados. Assim sendo, este trabalho teve por objetivo modelar o 

crescimento e a produção de povoamentos de eucalipto, em nível de árvores 

individuais, utilizando regressão, redes neurais artificiais (RNA) e Autômatos 

Celulares (AC). Dados de parcelas permanentes foram empregados para 

ajuste de equações para predizer o crescimento de variáveis dendrométricas 

(diâmetro e altura) e probabilidade de mortalidade das árvores, bem como para 

o treinamento das RNA para estas mesmas variáveis. As estimativas obtidas 

por meio de RNA foram mais precisas quando comparadas àquelas obtidas por 

modelos de regressão. As melhores redes, juntamente com uma arquitetura de 

AC, foram utilizadas para validação do modelo, empregando dados 

independentes daqueles utilizados no ajuste dos modelos de regressão e 

treinamento das RNA. Projetando-se a estrutura dessas parcelas 

independentes (diâmetro, altura e mortalidade das árvores) de 24 meses até 72 
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meses, observou-se que as RNA e a estrutura de AC forneceram estimativas 

precisas em nível de árvores individuais, classes de diâmetro e por unidade de 

área (hectares). 
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ABSTRACT 
 
CASTRO, Renato Vinícius Oliveira, M.Sc., Universidade Federal de Viçosa, 

February, 2011. Modeling the individual trees growth using neural 
networks and cellular automata. Advisor: Carlos Pedro Boechat Soares. 
Co-advisors: Helio Garcia Leite and Agostinho Lopes de Souza.  

 
Accurately model the stand growth and yield is important to improve the 

forest resource management. As the management has increase demanded 

more details about the forest stand growth and dynamics, especially those for 

the wood or multiproduct high quality production, diametric distribution model 

and  individual trees model have been more demanded. Thus, this study aimed 

to model the eucalyptus growth and production, at the individual trees level, 

using regression, artificial neural networks (ANN) and Cellular Automata (CA). 

Data from permanent plots were used to equations adjust to predict the 

dendrometric variables (diameter and height) growth and the tree mortality 

probability, as well as for ANN training for these same variables. The estimates 

obtained by ANN were more accurate than those estimated by regression 

models. The best networks, herewith an CA architecture, were used to validate 

the model, using independent data of those used to adjust the regression 

models and ANN training. Projecting the structure of these independent plots 

(diameter, height and tree mortality) from 24 months to 72 months, it was 

observed that the ANN CA structure provided accurate estimates at the 

individual trees level, diameter classes and for area unit (hectares). 
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1. INTRODUÇÃO 
 

A simulação da dinâmica natural da floresta baseia-se na abstração do 

crescimento das árvores, e deve abranger os crescimentos dimensionais, a 

mortalidade e outras mudanças naturais na composição e na estrutura do 

povoamento, como por exemplo, a sucessão de espécies em florestas naturais.

Para isso é necessário dispor de dados e modelos apropriados, e a escolha do 

melhor modelo deve ser feita de acordo com os objetivos de manejo e o grau 

de detalhes desejado. 

As três principais categorias de modelos de crescimento e produção 

florestal são: modelos em nível de povoamento; modelos de distribuição 

diamétrica; e modelos de árvores individuais (DAVIS e JOHNSON, 1987). 

Modelos em nível de povoamento fornecem estimativas do crescimento 

e, ou da produção por unidade de área (CAMPOS e LEITE, 2009), sendo o 

volume por hectare predito ou projetado a partir de variáveis do povoamento, 

como idade, índice de local e área basal. O fato desses modelos não 

fornecerem estimativas por classe de tamanho das árvores não limita o seu 

emprego quando o manejo é destinado à produção de madeira para celulose e, 

ou energia (CAMPOS e LEITE, 2009). 

Modelos de distribuição diamétrica estimam o número de árvores e a 

produção por hectare por classe de diâmetro (HINK e MOSER, JR., 1983), 

sendo a produção total obtida através do somatório da variável de interesse em 

todas as classes de diâmetro (CAMPOS e LEITE, 2009). É empregada uma 

função densidade de probabilidade (f.d.p.) para descrever a distribuição dos 

diâmetros na idade atual e futura em classes de amplitudes previamente 



 
 

2 
 

fixadas, sendo a função mais utilizada a Weibull (RENNOLLS et al., 1985; 

SCOLFORO e MACHADO, 1996; MIGUEL et al., 2010). A prognose da 

produção é realizada por modelos de regressão, utilizados na forma de 

sistemas de equações, as quais estimam os parâmetros da f.d.p. para idades 

futuras. A partir desta distribuição o número de árvores por classe de diâmetro 

e a produção podem ser estimadas. 

A terceira categoria refere-se aos modelos em nível de árvores 

individuais (MAI). Esses modelos são muito variados em termo de estrutura e 

utilidade (DAVIS e JOHNSON, 1987). A principal vantagem do seu emprego é 

a possibilidade de gerar informações detalhadas sobre a dinâmica da estrutura 

dos povoamentos (CLUTTER et al., 1983). Cada árvore é estudada 

individualmente, levando-se em consideração suas características individuais, 

a capacidade produtiva do local e as condições de competição a que está 

submetida (HASENAUER, 2000). 

Um MAI é constituído por um conjunto de equações e funções que 

estimam o crescimento em diâmetro e em altura, assim como a probabilidade 

de mortalidade das árvores (DAVIS e JOHNSON, 1987). Com isso, estima-se o 

volume das árvores sobreviventes nas idades de interesse e a produção por 

hectare é obtida pelo somatório desses volumes. Para a modelagem são 

necessários dados específicos do tamanho de cada árvore dentro do 

povoamento (diâmetro e altura) e, às vezes, informações sobre a distribuição 

espacial das árvores (CLUTTER et al., 1983; VANCLAY, 1994). 

Para a projeção do crescimento em nível de árvores individuais, existe 

uma estrutura mais complexa, onde a todo momento devem ocorrer interações 

entre os indivíduos para geração dos índices de competição. Estes índices são 

utilizados como variáveis independentes nos sub-modelos de crescimento e 

mortalidade (BIGING e DOBBERTIN, 1992; MONSERUD e STERBA, 1999), 

sendo, a cada intervalo de prognose, recalculados. 

Independente da categoria, os modelos de crescimento e produção 

baseiam-se no ajuste de modelos de regressão linear ou não-linear (CAMPOS 

e LEITE, 2009). No entanto, ferramentas de inteligência artificial, como as 

redes neurais artificiais (RNA) têm sido empregadas na área de mensuração 

florestal, em substituição aos modelos de regressão, com superioridade de 

precisão das estimativas (GÖRGENS, 2006; SILVA et al., 2009). 
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Apesar dos modelos em nível de povoamento e de distribuição 

diamétrica atenderem plenamente e de modo eficiente a maioria dos usuários 

(empresas florestais), cada vez se torna mais importante o detalhamento das 

informações acerca do crescimento e dinâmica dos povoamentos, 

principalmente para produção de madeira de alta qualidade, ou destinada a 

multiprodutos, o que justifica os esforços científicos sobre os modelos de 

árvores individuais. 

Todo modelo de árvore individual requer, para o seu emprego, o 

desenvolvimento de algum sistema, muitas vezes específico, de modo que seja 

possível simular diferentes cenários de prognose. 

Por volta de 1950, sistemas que consideram a interação entre 

indivíduos foram idealizados e serviriam para estudar fenômenos complexos. 

Esses sistemas são conhecidos como Autômatos Celulares (AC), e seus 

conceitos despertaram a atenção de pesquisadores voltados para técnicas de 

simulação. Atualmente, os AC são utilizados como plataforma para a 

modelagem de uma variedade de sistemas caracterizados por interações (onde 

o comportamento dos indivíduos está interligado de tal maneira que a ação de 

um influencia o comportamento dos outros), e possuem aplicações nas mais 

diferentes áreas, desde a econômica até a biológica, especialmente em 

sistemas que simulam a dinâmica populacional. 

Os AC são sistemas dinâmicos, constituídos por um grande número de 

células idênticas, com conectividade local, usualmente distribuídos em uma 

grade regular d-dimensional. Cada célula (um tipo de elemento da memória 

que armazena estados das variáveis) pode possuir n estados, por exemplo, 1 

ou 0, ativo ou inativo, morto ou vivo, ou outro conjunto de valores que irá 

depender do fenômeno a ser estudado. A evolução temporal do AC dá-se 

através de uma dinâmica imposta, que atua sobre cada variável da grade 

(SILVA, 2003). Os estados (valores) das células são alterados quando 

aplicadas regras de evolução.  

Estudos sobre desmatamento (MÉNARD e MARCEDAU, 2007); 

incêndios florestais (YASSEMI et al., 2008), regeneração florestal (LANZER, 

2004), e até crescimento de indivíduos (COLASANTI e HUNT, 1997) são 

encontrados aplicando AC. 
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Fazendo-se uma analogia aos modelos em nível de árvores individuais, 

em que o status competitivo de uma árvore é quantificado por índices de 

competição, calculados em relação às árvores vizinhas, observa-se que os AC 

têm grande potencial para a simulação do crescimento florestal nesse nível de 

abordagem e constituem uma forma simples para atualizar os efeitos 

competitivos que influenciam o crescimento ou mortalidade das árvores.  

Em virtude das características dos AC e da potencialidade apresentada 

pelas redes neurais artificiais, observa-se que estes possuem grande potencial 

de aplicação na modelagem do crescimento, em especial na modelagem em 

nível de árvores individuais, necessitando, portanto, de estudos e pesquisas 

científicas nesta área.  
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2. OBJETIVOS 
 

Diante do exposto anteriormente, esta dissertação teve por objetivos: 

 

      Modelar o crescimento e a produção de povoamentos de eucalipto em 

nível de árvores individuais, utilizando modelos de regressão e redes neurais 

artificiais (RNA) e selecionar a metodologia que fornecesse estimativas mais 

precisas; 

 

      Validar a melhor metodologia utilizando dados independentes do ajuste 

das equações e treinamento das RNA;  

 

      Avaliar a eficiência do emprego de Autômatos Celulares na simulação do 

crescimento e da produção de povoamentos de eucalipto. 
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3. REVISÃO DE LITERATURA 
 

3.1. Modelos em nível de árvores individuais 

 

Nos modelos em nível de árvores individuais (MAI) a árvore é 

considerada como unidade básica para modelagem, e fornecem informações 

detalhadas sobre a dinâmica do crescimento do povoamento, em nível de 

árvore. Eles são compostos por sub-modelos, sendo os principais aqueles que 

estimam a mortalidade e o crescimento das variáveis dendrométricas (altura e 

diâmetro). Outras variáveis, como dimensões das copas, por exemplo, podem 

ser consideradas caso estas sejam variáveis explicativas nos demais sub-

modelos. Além disso, no estudo de florestas naturais, torna-se necessário 

estimar também o ingresso de novas árvores (HASENAUER, 2000). 

Em um MAI o crescimento dimensional pode ser estimado para uma 

idade futura a partir de um valor da variável na idade atual e de variáveis como 

o índice de competição, idade, índice de local, dentre outras. Também se pode 

realizar a modelagem do crescimento através do crescimento potencial, em 

geral avaliado a partir de árvores em crescimento livre (sem competição) ou 

árvores dominantes. O crescimento das árvores em concorrência é calculado 

por uma função modificadora do crescimento potencial, a qual serve para 

penalizar os efeitos da competição sobre o crescimento. Nesta função 

modificadora utiliza-se de índices de competição e variáveis de povoamento 

para reduzir o crescimento das árvores submetidas à competição (VANCLAY, 

1994). 
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A mortalidade regular é a variável mais difícil de ser estimada nos 

modelos de crescimento e produção florestal (HAMILTON JR., 1986; YANG et 

al., 2003), sendo causada por fatores não catastróficos, tais como competição, 

fatores genéticos e senescência (PEET e CHRISTENSEN, 1987; CAMPOS e 

LEITE, 2009). Estimativas podem ser obtidas através da predição da 

probabilidade de mortalidade ou da sobrevivência da árvore individual 

(SOMERS et al., 1980). A probabilidade é normalmente modelada em função 

de algum índice de competição (HASENAUER et al., 2001), e variáveis 

dimensionais e de povoamento (BUCHMAN et al., 1983). As funções Weibull e 

Logística são as mais utilizadas em estudos de mortalidade (SCHNEIDER et 

al., 2005). O modelo proposto por West (1981) também tem sido muito eficiente 

para descrever esta variável. 

Esforços tem sido realizados para melhorar as estimativas de 

mortalidade, dada a sua grande importância nos modelos em nível de árvores 

individuais, principalmente em povoamentos inequiâneos (GLOVER e HOOL, 

1979; GADOW, 1996). Na última década, alguns trabalhos estimaram com 

acurácia a mortalidade de árvores por meio de redes neurais artificiais (MERKL 

e HASENAUER, 1998; WEINGARTNER et al. 2000; HASENAUER et al., 2001) 

em diferentes tipologias florestais. 

A maioria dos trabalhos relacionados aos modelos em nível de árvores 

individuais utilizaram equações lineares e não-lineares para estimação das 

variáveis que compõem os seus sub-modelos (MARTIN e EK, 1984; TOMÉ e 

BURKHART, 1989; HYNYNEN, 1995a; MABVURIRA e MIINA, 2002; FOX et 

al., 2007; MONTY et al., 2008, PAULO e TOMÉ, 2009). Zeide (1993) apresenta 

vários modelos de regressão potenciais para modelagem das variáveis 

dimensionais de árvores (altura, diâmetro e volume) e discute a flexibilidade de 

cada uma para aplicação na modelagem de árvores individuais. 

Para modelagem em nível de árvores individuais são necessários 

dados de parcelas permanentes, pois fornecem o histórico completo sobre o 

desenvolvimento do povoamento. As dimensões das árvores precisam ser 

medidas repetidamente ao longo do tempo com o controle rigoroso de 

identificação (UZOH e OLIVER, 2008). 

Existem duas sub-categorias de modelos de árvores individuais, 

definidas como de distância dependente e de distância independente (ALIG et 
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al., 1984; BELLA, 1984 e AVERY e BURKHART, 1994). Nos modelos de 

distância dependente, são atribuídas coordenadas espaciais para cada árvore, 

as quais são usadas para avaliação da competição por luz, água e nutrientes 

entre cada árvore e as circunvizinhas, sendo mais complexos e exigentes em 

termos de coleta de dados (HYNYNEN, 1995b). 

De acordo com Leite (1996), nos modelos de distância independente 

não se considera a distribuição espacial, e o índice de competição para cada 

árvore normalmente é obtido pela razão entre o seu diâmetro e, ou, altura e 

variáveis do povoamento, tais como área basal, diâmetro médio e altura média. 

Os vizinhos da árvore-objeto (definidos pelas árvores incluídas nas parcelas) 

expressam o grau de competição em que esta está submetida (SIRONEN et 

al., 2002). 

Dever-se-ia esperar uma melhor precisão dos modelos de distância 

dependente em relação aos modelos de distância independente. Contudo, 

diversos trabalhos que compararam estas sub-categorias concluíram não haver 

a tendência de superioridade (LORIMER, 1983; MARTIN e EK, 1984; DANIELS 

et al., 1986; BIGING e DOBBERTIN; 1995). 

A Figura 1 ilustra a sequência de passos que devem ser seguidos para 

utilizar um modelo em nível de árvores individuais (DAVIS e JOHNSON, 1987). 
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Figura 1 – Fluxograma para utilização de um modelo em nível de árvores 

individuais.   
Fonte: Adaptado de Davis e Johnson (1987). 

 

De acordo com a Figura 1, ao final de cada período de crescimento a 

soma da contribuição das árvores de forma individual pode ser então utilizada 

para produzir estimativas em nível de povoamento ou por classe de diâmetro.  

Como exemplos, tem-se os modelos de árvores individuais 

apresentados na Tabela 1. 
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Tabela 1 – Modelos em nível de árvores individuais e os ecossistemas 
florestais aos quais foram aplicados e os respectivos autores 

Modelo Descrição Autor (es) 
PROGNOSIS Independente da distância. 

Florestas mistas de 
coníferas da América do 
Norte. 

Stage (1973); Wykoff et al. 
(1982) 

 FOREST Dependente da distância. 
Crescimento e reprodução 
de florestas mistas da 
América do Norte. 

Ek e Monserud (1974) 

PTAEDA Dependente da distância. 
Florestas de Pinus taeda. 

Daniels e Burkhart (1975) 

SILVA Dependente da distância. 
Florestas puras e mistas da 
Europa. 

Pretzsch (1992) 

PROGNAUS Independente da distância. 
Florestas alpinas mistas 
inequiâneas. 

Sterba et al. (1995) 

BWERT Independente da distância. 
Avaliação de manejo de 
florestas mistas da Europa. 

Nagl (1995) 

Fonte: Adaptado de Davis e Johnson (1987) e Hasenauer (2000). 

 

3.1.1. Índices de competição 
 

A competição é definida como o efeito negativo no crescimento da 

árvore em virtude de outras ao seu redor, ao competirem pelos fatores de 

crescimento (KEDDY, 1989). O índice de competição quantifica a condição 

competitiva e pode ser calculado por medidas independentes ou dependentes 

da distância. Índices independentes da distância (IID) distinguem-se dos 

dependentes (IDD) por não utilizarem medidas espaciais no cálculo da 

competição. 

Existe uma variedade de índices utilizados para diferentes tipos de 

povoamentos, espécies e estágios de desenvolvimento dos povoamentos 

(DANIELS et al., 1986; TOMÉ e BURKHART, 1989). Estudos mostraram não 

existir um índice de competição superior aos demais. A escolha do índice mais 

apropriado dependerá das informações disponíveis e da avaliação de cada 

índice nas estimativas dos sub-modelos. Não são verificados resultados 

uniformes quanto aos comportamentos dos índices em florestas de mesma 

formação (BIGING e DOBBETIN, 1992).  
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Os principais índices de competição independentes da distância (IID) 

estão descritos por Glover e Hool (1979); Stage (1973), citados por Davis e 

Johnson (1987) e os principais IDD podem ser encontrados em Prodan (1997). 

Entre eles, destacam-se: 

 

3.1.1.1. Índices independentes da distância 

 

2

2

1
D

dap
IID i  (1) 
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Em que: dapi = diâmetro com casca (dap) da árvore-objeto medido a 1,30 m (cm); D  = 
média aritmética dos diâmetros das árvores da unidade amostral (cm); Hti = altura total 
da árvore-objeto (m); tH  = altura média das árvores da unidade amostral (m); 
q = diâmetro quadrático (cm); BALi = somatório das áreas seccionais das árvores 
maiores que a árvore-objeto. 

 

3.1.1.2. Índices dependentes da distância 
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Em que: dij = distância de copa sobreposta entre a árvore competidora i e a árvore j; 
CRi = raio da copa da árvore i; n = número de árvores competidoras; Di, Dj = diâmetro 
da copa da i-ésima árvore competidora e a árvore-objeto j; Lij = distância entre a 
árvore competidora i e a árvore-objeto j; np = todas as árvores interceptadas por 
prisma com fator de área basal 10 (pés/acre) posicionado no centro da árvore-objeto; 
Oij = área de copa sobreposta entre a árvore competidora i e a árvore-objeto j; Aj = 
área de copa da árvore-objeto j; K = fator; no = todas as árvores em que Oij é positivo; 
CAi = área de copa da árvore-objeto i; Ri = raio da árvore-objeto i, crescendo em 
liberdade; Rj = raio da árvore competidora j, crescendo em liberdade; Hi = altura da 
árvore-objeto i; Hj = altura da árvore competidora j. 

 

3.2. Redes neurais artificiais 
 

As redes neurais artificiais (RNA) inserem-se no campo da inteligência 

artificial e tratam-se de sistemas que se assemelham ao cérebro humano, com 

capacidade computacional adquirida por meio do aprendizado (BRAGA et al., 

2003). Podem ser aplicadas em problemas de classificação de dados, análise 

de séries temporais, regressão e conhecimento de padrões (BARRETO, 2002).  

As RNA baseiam-se no funcionamento do sistema nervoso humano, 

que é formado por células nervosas extremamente especializadas (neurônios). 

Essas células têm um papel essencial no funcionamento do corpo e do 

raciocínio humano. Os neurônios possuem extensões que se desenvolvem a 

partir do corpo celular, conhecidas como dendritos e axônios. Os dendritos são 

responsáveis por receberem os impulsos nervosos e conduzí-los até o corpo 

celular, que processa o estímulo para novamente distribuir (ou não) através de 

seu axônio o sinal para os dendritos de neurônios adjacentes (Figura 2).  
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Figura 2 – Representação de neurônios biológicos. 
Fonte: Adaptado de Cavalcante (2001). 
 

 

As terminações dos axônios são conectadas com os dendritos de 

outros neurônios através de sinapses. As conexões sinápticas têm papel 

fundamental na memorização da informação no cérebro humano (BARRETO, 

2002).  

O modelo de neurônio artificial é simples e possui m terminais de 

entrada que representam os dendritos, cujas ligações com o corpo celular 

artificial são realizadas através de elementos chamados de peso (w). Para 

cada uma das entradas xi do neurônio há um peso correspondente wi. O sinal 

de ativação é passado através de uma função de ativação para produzir a 

saída (y) do neurônio (HAYKIN, 2001) (Figura 3). 

 

 

 

 

 

 

 

 

 

 

Figura 3 – Representação de neurônios artificiais. 
Fonte: Haykin (2001). 
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Cada neurônio artificial é uma unidade de processamento composto 

por uma função de ativação. A função de ativação, também chamada de 

função de transferência, é uma função matemática que, aplicada à combinação 

linear entre as variáveis de entrada e pesos que chegam a determinado 

neurônio, retorna um valor de saída. A função de ativação limita as entradas a 

uma amplitude finita, normalmente no intervalo fechado entre 0 e 1 (HAYKIN, 

2001). Segundo este mesmo autor, existe diversas funções matemáticas que 

são utilizadas como função de ativação. Entre as mais comuns estão: função 

limiar (a); função linear por partes (b) e a função sigmóide (c) (Figura 4).  
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Figura 4 – Principais funções de ativação nas RNA. 

 

As RNA mais utilizadas são as redes multicamadas do tipo feedforward 

com método de aprendizagem supervisionado. Essas redes utilizam um 

algoritmo de fluxo de dados em uma única direção, sem ciclos. No método de 

aprendizagem supervisionada, o usuário indica as variáveis de entradas e as 

variáveis de saídas correspondentes. A RNA é treinada utilizando um dos 

algoritmos de aprendizado supervisionado, sendo o mais conhecido o back-

propagation. Este algoritmo corrige o peso entre cada conexão, de forma 

proporcional ao erro que esteja causando na saída da RNA. O ajuste dos 

pesos é feito para minimizar o erro das previsões (HAYKIN, 2001). 

A arquitetura da rede é a forma como os neurônios são organizados. 

Usualmente as camadas são classificadas em três grupos: 1) camada de 

entrada: onde as variáveis são apresentadas à rede; 2) camadas intermediárias 

ou ocultas: onde é feita a maior parte do processamento e 3) camada de saída: 

onde o resultado final é concluído e apresentado (Figura 5). 
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Camada de 

Entrada 

Camada         

Oculta 

Camada de 

Saída 

Figura 5 – Modelo genérico de arquitetura de RNA, com uma camada de 
entrada, uma camada oculta e uma camada de saída. 

 

Os principais modelos de RNA utilizados para fins de previsão de 

variáveis contínuas são as redes MLP (Multilayer Perceptron) (HAYKIN, 2001). 

Neste tipo de rede, cada neurônio é conectado a todos os neurônios na 

camada subsequente, não havendo conexões entre neurônios da mesma 

camada. Segundo Görgens (2006), a função de ativação não-linear 

(geralmente a sigmoidal) aplicada a cada neurônio utiliza como argumento o 

produto escalar do vetor de entrada (x) e do vetor de peso (w) associado a 

esse nodo. Contém pelo menos uma camada oculta de processamento e alto 

grau de conectividade entre os neurônios, a qual é definida pelos pesos 

sinápticos.  

Alguns autores comprovaram a eficiência desta técnica em áreas do 

manejo florestal, ao estudarem as RNA para estimar volumes individuais de 

eucalipto (GÖRGENS, 2006; SILVA et al., 2009) e de Pinus 

(DIAMANTOPOULOU, 2005), e também para estimar a produção volumétrica 

de eucalipto em nível de povoamento total e das variáveis diâmetro e altura em 

nível de árvores individuais (BINOTI, 2010). Na última década, alguns trabalhos 

estimaram com acurácia a mortalidade por RNA em estudos em nível de 

árvores individuais (MERKL e HASENAUER, 1998; WEINGARTNER et al. 

2000; HASENAUER et al., 2001). Estes autores concluíram que as RNA têm 

grande potencial para muitas aplicações em modelagem florestal, como 

alternativa eficiente aos tradicionais modelos de regressão. 
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3.3. Autômatos celulares 
 

Dentre as técnicas para simulação, os Autômatos Celulares (AC) 

merecem destaque pela sua simplicidade. Essa ferramenta é capaz de 

representar as interações entre os indivíduos que compõem o sistema e captar 

o comportamento coletivo gerado pelos indivíduos. Wolfram (1983), um dos 

mais renomados teóricos sobre Autômatos Celulares, os define como sendo: 

 
“… idealizações matemáticas, no qual o espaço e o tempo são 

discretos, e os atributos assumem um conjunto de valores também discretos. 

Um Autômato Celular consiste de uma grade uniforme, com uma variável 

discreta em cada localidade (célula). O estado de um AC é especificado pelos 

valores das variáveis em cada célula e evolui em passos de tempo discretos, 

com o valor da variável sendo afetado pelos valores das variáveis nas células 

vizinhas. A vizinhança de uma célula é formada pela própria célula e demais 

células localizadas nas suas adjacências. As variáveis em cada célula são 

atualizadas simultaneamente, de acordo com um conjunto predefinido de 

regras de evolução.” 

 

A grade celular é composta por N máquinas idênticas, cada uma com 

um padrão de conexões com outras células. Cada célula “i”, a um dado tempo 

“t”, possui um estado. O estado da célula i, num dado tempo t, junto com os 

estados das células às quais a célula i está conectada, é chamado vizinhança 

da célula i. A regra de evolução fornece o próximo estado da célula i. A cada 

passo de tempo, todas as células atualizam seus estados de acordo com a 

regra imposta (OLIVEIRA, 1999). 

Os Autômatos Celulares foram idealizados no final dos anos 40 por 

John Von Neumann (VON NEUMANN, 1966). Sob o ponto de vista prático, por 

volta do final dos anos 60, os AC conseguiram maior divulgação através do 

matemático Conway, que desenvolveu o Jogo da Vida ou “Life” (GARDNER, 

1970; DEWDNEY, 1989; DEWDNEY, 1990). O jogo da vida é um Autômato 

Celular com dois estados (vivo ou morto) e com vizinhança de raio 1. A 

evolução do AC é composta pelas seguintes regras: 
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      Regra 1: Uma célula que está no estado vivo (preto) permanecerá neste 

estado se 2 ou 3 vizinhas estiverem no estado vivo; caso contrário, ela irá para 

o estado morto (branco).  

      Regra 2: Uma célula que está no estado morto irá para o estado vivo se 

exatamente 3 vizinhas estiverem no estado vivo; caso contrário, ela 

permanecerá em morto (Figura 6). 
                                                                        
                                                                        
                                                                        
                                                                        
                                                                        
                                                                        
                                                                        
      t=0           t=1           t=2           t=3           t=4       
 
Figura 6 – Um exemplo de uma grade de Autômato Celular de 4 evoluções no 

Life. 
Fonte: Xavier (2003). 

 

Os AC possuem aplicações nas mais diversas áreas. Wolfram (1983) 

refere-se à cerca de 50 trabalhos que tratam de possíveis aplicações de 

Autômatos Celulares. A ideia básica não é tentar descrever o comportamento 

de um sistema apenas com modelos complexos, mas focar na simulação de 

sistemas onde as interações entre as células também sejam um fator 

importante. 

 

3.3.1. Autômatos celulares padrões e suas variações 

 

Os AC padrões destacam-se pela homogeneidade e conectividade 

local entre as células e pela regra de atualização homogênea, onde, a cada 

passo de tempo, todas as células atualizam seus estados simultaneamente de 

acordo com a regra de evolução (LANZER, 2004). Segundo Pádua (2004) os 

AC padrões são as versões mais simples, e suas propriedades são: 

 

      Dimensão da grade: pode-se trabalhar com modelos de AC 

unidimensionais, bidimensionais, ou tridimensionais. Entretanto, a maioria dos 

exemplos encontrados na literatura trata-se de AC unidimensionais ou 

bidimensionais. 
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      Tamanho da vizinhança: os AC unidimensionais podem utilizar, 

teoricamente, qualquer raio de vizinhança. No caso de AC cujas células são 

arranjadas em um espaço bidimensional, as vizinhanças mais utilizadas são: a 

vizinhança de Von Neumann, formada por cinco células (assim conhecida pelo 

fato de ter sido utilizada no Autômato Celular precursor deste pesquisador) e a 

vizinhança de Moore, formada por nove células. No caso dos AC 

bidimensionais, a vizinhança de Moore também pode ser ampliada para mais 

células, considerando-se um raio maior em torno da célula central, podendo 

abranger todas as células da grade (Figura 7). 

        (a)                 (b)                 (c)         
                                                
                                                                  
                                                                  
                                                                  
                                                                  
                                                                  
                                                                  
                                                                  
                                                                  
                                                                  
                                                                  

 
Figura 7 – Vizinhança de Von Neumann (a), Vizinhança de Moore (b) e 

Vizinhança de Moore estendida (c). 
 

      Regras de evolução: um AC é caracterizado por regras de evolução de 

estados, que determina qual será o próximo estado de cada célula, a partir de 

seu estado atual. A principal é a probabilística, calculada por matrizes de 

transição. Progressos teóricos tais como modelos de regressão e redes neurais 

artificiais foram incluídas no escopo de simulações em AC. 

      Regras de evolução não uniformes: diferentes células podem ser 

associadas a diferentes regras de evoluções.  

      Vizinhança não local: as células que compõem a vizinhança podem variar 

a cada atualização, sendo sorteadas a cada passo de tempo. 

 

Couclelis (1997) também sugeriu algumas modificações a serem 

incorporadas nos modelos de AC, os quais representam uma possibilidade 

técnica para se ampliar o uso destes modelos. De acordo com esse autor, o 

espaço não mais necessita ser regular; as vizinhanças não necessitam ser 
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uniformes no espaço, e as regras de evolução não necessitam ser universais 

(igualmente aplicáveis em cada célula). Dessa forma, as regras de evolução 

poderiam ser probabilísticas e/ou determinísticas, e diferentes passos de tempo 

poderiam ser usados. Entretanto, a maioria dos exemplos encontrados na 

literatura refere-se a AC binários unidimensionais ou bidimensionais, uniformes, 

probabilísticos e síncronos.  

 

3.3.2. Aplicações de autômatos celulares (AC) na área florestal 

 

Alguns trabalhos baseados em AC foram encontrados para avaliar o 

comportamento de incêndios florestais (ENCINAS et al., 2007a; ENCINAS et 

al., 2007b). Yassemi et al. (2008) desenvolveram um modelo de AC capaz de 

simular a propagação do fogo utilizando conhecimentos teóricos de 

modelagem, baseados nos princípios de propagação de ondas sob diferentes 

materiais combustíveis. Para validação do modelo, a simulação do AC foi 

comparada aos resultados reais captados por imagens de satélite durante o 

momento de um incêndio florestal no Canadá. Este autor concluiu que o AC foi 

eficiente para simular o comportamento do fogo em florestas, pois obteve um 

cenário realista pela simulação. 

Ménard e Marcedau (2007) modelaram o desmatamento de uma 

floresta natural no município de Maskoutains no sul de Quebec, Canadá, sob a 

influência de diferentes atividades impactantes. O AC foi construído com um 

tamanho de célula de 100 m, baseado na vizinhança de Moore, com 

regularidade de tempo de 3 anos, com regras de evolução probabilísticas 

derivadas da comparação de dois mapas de uso da terra nos anos de 1999 e 

2002. Foi simulado o comportamento do desmatamento para os anos 

subsequentes. Os resultados obtidos por este AC indicaram que sob os 

cenários avaliados, os níveis de áreas florestais naturais não seriam mantidos. 

O trabalho desenvolvido por Lanzer (2004) explora as propriedades e 

aplicações dos AC para descrever o comportamento de regeneração de 

florestas naturais após a extração de madeira. As regras de evolução foram 

criadas a partir de conceitos de ecologia de capacidade de regeneração das 

florestas naturais. O AC foi validado a partir da comparação estatística dos 

resultados obtidos pela simulação e os resultados encontrados pela técnica da 
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cadeia de Marcov para prognose, amplamente difundida em estudos de 

crescimento em florestas naturais, e não foi verificada diferença estatística 

entre as técnicas. 

Lett et al. (1999) compararam as estimativas obtidas por um AC para 

simular a dinâmica de uma floresta nativa em relação a um modelo de árvore 

individual clássico. O AC bidimensional foi desenvolvido utilizando células 

quadradas e, pelas características da vegetação, cada célula continha uma ou 

mais espécies. O crescimento e a mortalidade, bem como o ingresso de novos 

indivíduos foram estimados por funções. O crescimento e a dinâmica da 

floresta também foram realizados por modelagem tradicional de árvores 

individuais. Conclui-se que as duas abordagens foram eficientes e que, apesar 

das diferenças conceituais (orientado pelo espaço, estimando a dinâmica de 

clareira nos AC; e orientado pelo indivíduo na modelagem de árvores 

individuais) os resultados foram semelhantes em termos de estrutura final. 
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4. MATERIAL E MÉTODOS 
 

4.1. Dados 

 

Os dados utilizados neste trabalho foram obtidos de povoamentos 

clonais de Eucalyptus urophylla x Eucalyptus grandis com espaçamento entre 

plantas de 3 x 3 m, localizados no município de Monte Dourado (PA), às 

margens do rio Jarí, região norte do Brasil. 

A temperatura média anual da região é de 26 ° C, a umidade relativa 

fica entre 80 e 85 %, em quase todos os meses do ano, e a precipitação média 

anual é de 2250 mm, com o período chuvoso compreendido entre os meses de 

dezembro e julho. Os solos predominantes são os latossolos amarelos 

(DEMOLINARI, 2006). 

Foram utilizados dados de 63 parcelas permanentes de 500 m², 

medidas anualmente dos 24 aos 72 meses de idade com o controle de 

identificação das árvores. Em cada parcela foram mensurados os diâmetros a 

1,3 m de altura (dap) de todas as árvores, as alturas totais (Ht) das 15 

primeiras árvores e a altura total de cinco árvores dominantes. As alturas totais 

das demais árvores foram estimadas por meio da seguinte equação 

(DEMOLINARI, 2006):  

     1,388275.lnln.0,000499.p30,4340.ex36,9876 IHdapHt d  (11) 

2R  = 83,7%; Sy.x =  11,79%. 
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Em que: dap = diâmetro com casca medido a 1,30 m de altura, em cm; Hd = média das 
alturas das árvores dominantes, em metros; I = idade em meses; ln = logaritmo 
neperiano; exp = exponencial. 

 

As estimativas dos volumes com casca (V) foram obtidas por equações 

fornecidas pela empresa (Tabela 2). 

 

Tabela 2 – Equações de volume com casca 

Estrato Equação 
001 lnV= -11,145922+1,886699.lndap+1,373333.lnHt 
016 lnV= -9,850475+1,7856259.lndap+1,0923825.lnHt 
026 lnV= -10,162655+1,8427101.lndap+1,1041629.lnHt 
041 lnV= -10,636733+1,9185875.lndap+1,2004476.lnHt 
042 lnV= -10,508245+1,883954.lndap+1,1755465.lnHt 
077 lnV= -10,382205+1,8935363.lndap+1,1283936.lnHt 

Em que: V = volume individual das árvores, em m³; ln = logaritmo neperiano; dap = 
diâmetro com casca medido a 1,30 m de altura, em cm; Ht = alturas, em metros. 
 

Os limites para a classificação das parcelas nas classes de 

produtividade foram: classe de produtividade I (Alta), parcelas com altura 

dominante (Hd) > 29 m na idade índice de 60 meses; classe de produtividade II 

(Média), parcelas com  23 < Hd ≤ 29 m; classe de produtividade III (Baixa), 

parcelas com  Hd  ≤  23 m. Os valores médios das variáveis do povoamento 

nas respectivas classes de produtividade são apresentados na Tabela 3.   
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Tabela 3 – Valores médios das variáveis por idade e classe de produtividade 

Variável 
Idade  

(meses) 

Classe de capacidade produtiva 
I (Alta) II (Média) III (Baixa) 

Mín. Méd. Máx. Mín. Méd. Máx. Mín. Méd. Máx. 
dap (cm) 24 4,1 12,2 18,1 4,1 10,7 17,4 4,0 8,9 16,3 

 36 4,3 13,9 22,3 4,5 12,2 22,0 4,0 10,0 20,4 

 48 4,8 14,9 24,7 4,8 13,3 25,1 4,3 10,8 22,7 

 60 5,1 15,9 27,1 5,2 14,3 27,2 4,5 11,5 24,6 

 72 5,2 16,9 29,4 5,3 15,1 28,7 4,5 12,2 24,8 
dap (cm) 24 9,8 12,2 13,2 9,2 10,7 12,0 7,1 8,9 10,0 

36 11,9 13,9 15,0 10,2 12,2 13,9 8,7 10,0 11,1 

 48 13,2 14,9 16,2 11,2 13,3 15,1 9,6 10,8 12,0 

 60 14,4 15,9 17,2 12,0 14,3 16,1 10,4 11,5 12,8 

 72 15,6 16,9 18,0 12,5 15,1 17,1 11,0 12,2 13,5 
q (cm) 24 10,2 12,5 13,4 9,4 10,9 12,2 7,3 9,1 10,1 

 36 12,5 14,3 15,3 10,8 12,6 14,2 9,0 10,3 11,3 

 48 13,9 15,4 16,5 11,9 13,7 15,4 10,0 11,2 12,3 

 60 15,1 16,4 17,6 12,7 14,8 16,5 10,8 12,0 13,2 

 72 16,4 17,5 18,4 13,2 15,7 17,5 11,3 12,7 13,9 
Ht (m) 24 9,0 16,0 21,2 8,8 14,3 19,8 8,5 12,4 18,5 

 36 9,8 19,7 26,8 9,6 17,6 25,7 9,1 14,8 24,7 

 48 10,9 22,2 30,3 10,5 20,1 29,2 9,9 16,9 28,1 

 60 11,7 24,3 32,7 11,3 22,1 31,4 10,4 18,4 30,0 

 72 12,1 26,0 34,1 11,9 23,8 33,1 10,8 19,9 30,9 
Ht (m) 24 13,4 16,0 16,9 12,7 14,3 15,9 10,5 12,4 13,5 

36 17,4 19,7 20,8 15,2 17,6 19,7 13,1 14,8 15,9 

 48 20,0 22,2 23,5 17,3 20,1 22,3 15,1 16,9 18,3 

 60 22,5 24,3 25,6 19,1 22,1 24,3 16,9 18,4 19,8 

 72 24,2 26,0 27,0 20,3 23,8 26,1 18,1 19,9 21,4 
B/ha  24 7,8 13,7 15,9 6,4 10,1 12,7 4,7 6,9 8,2 
(m²/ha) 36 11,6 17,4 20,3 8,3 13,2 16,4 7,2 8,8 10,1 

 48 12,8 19,5 23,1 10,7 15,5 19,3 8,2 10,3 12,3 

 60 14,3 21,5 24,7 12,2 17,8 23,3 8,9 11,4 13,8 

 72 16,1 23,3 27,2 13,2 19,9 25,7 9,5 12,2 15,9 
V/ha 24 47,8 93,8 111,1 44,9 65,2 84,4 23,8 41,5 55,7 
(m³/ha) 36 99,4 156,2 187,5 70,5 110,3 145,2 46,5 64,3 85,9 

 48 127,2 206,1 248,2 97,6 150,9 196,0 62,1 87,9 122,9 

 60 159,9 253,4 301,1 124,2 193,7 261,1 73,9 106,8 149,6 

 72 193,6 297,6 353,9 143,7 235,0 324,2 84,4 124,3 185,3 
N/ha 24 960 1103 1160 920 1073 1240 760 1069 1180 

 36 940 1078 1140 900 1059 1240 760 1059 1160 

 48 840 1045 1120 880 1039 1220 760 1044 1140 

 60 800 1012 1120 880 1028 1180 760 1018 1140 

 72 760 967 1040 860 1014 1180 760 966 1120 
Em que: Mín. = valor mínimo observado; Méd. = valor médio observado; Máx. = valor 
máximo observado. 
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Para o desenvolvimento deste estudo, o conjunto de dados foi dividido 

aleatoriamente em dois grupos. O primeiro refere-se aos dados para a 

calibração das regras de evolução (ajustes das equações referentes aos 

modelos de regressão e treinamento de redes neurais artificiais), composto por 

33 parcelas (11 em cada classe de capacidade produtiva), totalizando nas 

cinco medições, 8.735 casos. O segundo refere-se aos dados para a validação, 

composto por 30 parcelas (10 em cada classe de capacidade produtiva), as 

quais foram utilizadas na simulação do crescimento, totalizando 7.756 casos. 

 

4.2. Métodos 
 

Em virtude dos dados disponíveis (floresta equiânea e arranjo espacial 

único), foi avaliado o modelo de crescimento e produção em nível de árvores 

individuais de distância independente, considerando duas metodologias: 1) 

Ajuste de equações referentes aos sub-modelos de crescimento em diâmetro e 

altura e de probabilidade de mortalidade, por meio da técnica de regressão 

(linear e não-linear); 2) Emprego de redes neurais artificiais (RNA) para 

predizer estas mesmas variáveis. 

Para cada árvore, em cada medição, foram calculados os cinco índices 

de competição independentes da distância (IID) descritos em 3.1.1.1. do item 

revisão de literatura.  

Para avaliar os índices de competição, calculou-se a correlação 

simples entre os cinco índices e o crescimento em diâmetro (∆d), crescimento 

em altura (∆h), idade (I), área basal (B/ha), e probabilidade de mortalidade 

(P(M)) e a significância estatística das correlações pelo teste t, a 95 % de 

probabilidade. Além disso, foram elaborados gráficos de tendência para avaliar 

o comportamento dos índices em função da idade e da classe de capacidade 

produtiva, para as árvores de maior porte (dominantes), médias e de menor 

porte (suprimidas).  

A estratificação foi realizada agrupando-se os dados das árvores 

(identificadas na idade de 72 meses) em três classes de tamanho, a saber: 

árvores maiores ( sdapdap  5,0 ), médias )5,05,0( sdapdapsdap   



 
 

25 
 

e menores ( sdapdap  5,0 ), para as três classes de produtividade, em que 

dap  é a média aritmética dos dap e s  igual ao desvio padrão. 

Para gerar estimativas anuais de mortalidade foram utilizadas as 

árvores que morreram no período avaliado, conforme Zhao et al., (2007). Foi 

calculada a proporção de árvores mortas por classe de diâmetro, em cada ano 

de medição e o cálculo da probabilidade anual de mortalidade (P(M)) foi 

realizado pela seguinte expressão (adaptado de KEISTER e TIDWELL, 1975; 

GLOVER e HOOL, 1979; MIRANDA et al., 1989; MACHADO et al., 2002; 

MAESTRI et al., 2003; ROSSI et al., 2007): 

100.
n

nn
P(M) j

1i
j1

j2j1








 (12) 

Em que: nj1 = número de árvores vivas na j-ésima classe de diâmetro, no início do 
período; nj2 = número de árvores vivas na j-ésima classe de diâmetro no fim do 
período. 

 

 

4.2.1. Modelos de regressão 
 
Para estimar o diâmetro e a altura das árvores nas idades futuras, 

foram ajustados os seguintes modelos de regressão: 

 

a) Modelo de crescimento linear adaptado (TOMÉ e BURKHART, 1989; 

WYKOFF, 1990): 

 

εβββYββY 4321102  iIIDSI  (13) 

Em que: Y2 = diâmetro ou altura em idade futura; Y1 = diâmetro ou altura na idade 
atual; β0, β1, β2, β3, β4 = parâmetros do modelo; I, S, IIDi= idade, em meses; índice de 
local, em m e índices de competição, respectivamente;   = erro aleatório. 
 

b) Modelo de Lundviq-Korf (AMARO e TOMÉ, 1997): 

ε
ββ

YββY 2

2β 
1

10

1
102 




I
I

S
S  (14) 

Em que: Y2 = diâmetro ou altura em idade futura; Y1 = diâmetro ou altura na idade 
atual; S = índice de local; I1 = idade atual, em meses; I2 = idade futura, em meses; β0, 
β1, β2 = parâmetros do modelo; ε = erro aleatório. 
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Para modelar a probabilidade mortalidade foram utilizadas as funções 

logística e de West (1981), dadas respectivamente por: 

 

     


1-
10exp1 i IIDββMP  (15) 

  

  ε1
0 

β
i.IIDβMP  

(16) 

 
Em que: P(M) = probabilidade de mortalidade de cada árvore; exp= exponencial; IIDi = 
índice de competição independente da distância; β0, β1 = parâmetros do modelo;  = 
erro aleatório. 

 

Os ajustes das equações referentes a estes modelos foram realizados 

com auxílio do programa Statistica 8.0 (STATSOFT, INC, 2009). Para 

estimativas dos parâmetros do modelo linear foi utilizado o método de mínimos 

quadrados ordinários e para os modelos não-lineares foi utilizado o algoritmo 

Levenberg-Marquardt.  

Cabe-se destacar que as equações referentes ao modelo 13 também 

foram ajustadas sem os índices de competição, para verificar o efeito desta 

variável nas estimativas dos diâmetros e alturas das árvores. 

 

4.2.2. Redes neurais artificiais 
 

Na construção e treinamento das redes neurais, utilizou-se a 

ferramenta Intelligent Problem Solver, do Statistica 8.0 (STATSOFT, INC, 

2009), sendo testadas diferentes arquiteturas de redes MLP (Multilayer 

Perceptron), ajustando os pesos para cada neurônio. Os treinamentos foram do 

tipo feedforward, pelo método supervisionado e as variáveis de entrada foram 

selecionadas com base na relação com a variável de saída analisada. Foram 

treinadas 600 redes para cada variável (P(M), Ht e dap), conforme especificado 

na Tabela 4. A própria ferramenta selecionou, em cada arquitetura de RNA, as 

variáveis de entrada de importância para a previsão e as ranqueou. 
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Tabela 4 – Variáveis utilizadas no treinamento das RNA 
Variável de saída Variáveis de entrada N° de redes treinadas 

P(M) I1, S, CLA, IID1 100 

 
I1, S, CLA, IID2 100 

 
I1, S, CLA, IID3 100 

 
I1, S, CLA, IID4 100 

 
I1, S, CLA, IID5 100 

 
I1, S, CLA 100 

Total 
 

600 
Ht2 I1, I2, S, Ht1, IID1 100 

 
I1, I2, S, Ht1, IID2 100 

 
I1, I2, S, Ht1, IID3 100 

 
I1, I2, S, Ht1, IID4 100 

 
I1, I2, S, Ht1, IID5 100 

 
I1, I2, S, Ht1 100 

Total 
 

600 
dap2 I1, I2, S, dap1, IID1 100 

 
I1, I2, S, dap1, IID2 100 

 
I1, I2, S, dap1, IID3 100 

 
I1, I2, S, dap1, IID4 100 

 
I1, I2, S, dap1, IID5 100 

 
I1, I2, S, dap1 100 

Total 
 

600 
Em que: I = idade, em meses; Ht = altura total (m); dap = diâmetro a 1,3 m (cm). Os 
subscritos destas variáveis (1 e 2), referem-se às medidas atuais e futuras, 
respectivamente; S = Índice de local, em m; CLA = classe de diâmetro (amplitude de 2 
cm); IIDi = Índices de competição independentes da distância (i = 1 a 5, conforme 
descritos anteriormente).  
 

4.2.1. Comparação entre as metodologias  
 

Para selecionar a metodologia (regressão ou redes neurais) que 

forneceu as estimativas mais precisas de probabilidade de mortalidade (P(M)), 

altura e diâmetro das árvores, foram utilizados os seguintes critérios: a) 

coeficiente de correlação ( ŷyr )
 
entre os valores observados ( y ) e estimados ( ŷ ) 

STEEL e TORRIE, 1960); b) coeficiente de variação (CV (%)); c) raiz quadrada 

do erro médio (RQEM); d) bias; e) bias% e f) média das diferenças absolutas 

(MDA), (MURPHY e STERNITZKE, 1979; SIIPILEHTO, 2000 e MONTY et al., 

2008), além da análise gráfica dos resíduos. 

 
4.2.2. Validação 

 

Para a validação da melhor metodologia (regressão ou redes neurais) 

utilizou-se a sequência de passos e decisões proposta por Davis e Johnson 
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(1987) para um modelo em nível de árvore individual. Contudo, antes foi 

definida uma arquitetura de Autômato Celular para a simulação, como 

propostos por Hegde et al. (2008).  

O AC foi programado utilizando a ferramenta Visual Basic for 

Applications (VBA), sendo projetado com células simulando um formato 

quadrangular (3 x 3 m), dispostas em uma grade bidimensional. Cada célula 

correspondeu a uma árvore e a distribuição foi definida seguindo a ordem de 

filas e covas das parcelas. A vizinhança utilizada para raio de ação das regras 

foi a de Moore estendida semi-uniforme, conforme Couclelis (1997), 

compreendendo todas as árvores pertencentes à mesma parcela. As células 

vizinhas interagiram por meio de algoritmos desenvolvidos para cálculo dos 

índices de competição.  

Cada célula possuía um código binário, utilizado para representar o 

estado da célula: 1 (preto), se a árvore estivesse viva; e 0 (branco) se estivesse 

morta (Figura 8a). Outras três variáveis foram atribuídas a cada célula, e 

sujeitas a mudanças a cada evolução (índice de competição, altura e dap). A 

evolução do sistema representou a dinâmica do povoamento (Figura 8b). 

 

 

Árvores Vivas

Árvores Mortas

 
 

 

...

t= 0

t = 1

t = n

  

 

 

Figura 8 – Ilustração teórica do processo de evolução de uma parcela simulada 
pelo Autômato Celular. 

 

(a) 

(b) 
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Os índices de competição foram calculados para todas as células 

(árvores dentro da parcela) e, em seguida, foram aplicadas as seguintes 

regras:  

 

      Regra 1: Mortalidade - onde se definiu se a árvore-objeto morreria no 

intervalo de projeção estipulado.  

      Regra 2: Regra de crescimento em altura;  

      Regra 3: Regra de crescimento em diâmetro.  

 

Para a regra de mortalidade foi utilizado o método proposto por 

Pretzsch et al., (2002), em que, após estimada a probabilidade de mortalidade 

para cada árvore, foi também gerado um número aleatório (P(a)) entre zero e 

um,  que foi comparado à probabilidade estimada. A regra de decisão para 

definir se a árvore morria foi: se P(M) > P(a) a árvore morreria, caso contrário, a 

árvore permaneceria viva e suas dimensões seriam atualizadas para a idade 

seguinte.  

A célula que, em algum momento assumisse o estado 0, permaneceria 

neste estado até o fim do processo, uma vez que não foi considerada a 

possibilidade de ingresso de uma nova árvore na sua célula. Assim suas 

variáveis dimensionais (diâmetro e altura), bem como o índice de competição 

assumiriam valores nulos.  

Quando todas as árvores dentro da parcela foram submetidas às 

regras definidas anteriormente, computaram-se seus respectivos volumes com 

casca e a estrutura resultante foi projetada para idades subsequentes até a 

idade final de projeção. 

Desta forma, definida a estrutura do Autômato Celular, as variáveis 

referentes à primeira medição das parcelas selecionadas para a validação (aos 

24 meses) foram utilizadas para as projeções até 72 meses. 

Os valores iniciais das variáveis dap e Ht foram atribuídos como estado 

inicial na grade do AC. Neste instante, todas as células estavam no estado vivo 

(1), exceto as falhas de plantio, que receberam valores 0. Partindo destas 

condições, o AC evoluiu no tempo (12 em 12 meses). 

A estrutura do povoamento em cada idade projetada foi comparada a 

estrutura observada, com o objetivo de verificar se o AC foi capaz de 
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representar a dinâmica da floresta, e se o modelo não apresentou viés na 

estimação. Para isso, as estimativas das dimensões das árvores, assim como a 

distribuição diamétrica e o volume total por hectare foram comparados em cada 

classe de capacidade produtiva, nos intervalos de projeção propostos.  

Para avaliar qualitativamente o nível de precisão das estimativas de 

mortalidade em nível de árvore individual calculou-se a porcentagem de 

árvores mortas classificadas corretamente, e para estimativas em nível de 

povoamento, foi realizada a análise gráfica das estimativas de sobrevivência. 

Para verificar a igualdade das estimativas de Ht e dap das árvores 

individuais em relação aos valores observados foi aplicado o teste F 

(GRAYBILL, 1976). 

O critério de decisão adotado para o teste F, segundo Chichorro et al. 

(2003), foi (Tabela 5): 

 

Tabela 5 – Critério de decisão baseado na estatística F 
Caso Teste F %R 2  E (%) Situação 

1 n.s. ≥ 90 (alto) < 10 (baixo) Ideal 
2 n.s. ≥ 90 (alto) ≥ 10 (alto) Aceitável 
3 n.s. < 90 (baixo) < 10 (baixo) Inaceitável 
4 n.s. < 90 (baixo) ≥ 10 (alto) Inaceitável 
5 * ≥ 90 (alto) < 10 (baixo) Aceitável 
6 * ≥ 90 (alto) ≥ 10 (alto) Inaceitável 
7 * < 90 (baixo) < 10 (baixo) Inaceitável 
8 * < 90 (baixo) ≥ 10 (alto) Inaceitável 

Em que: n.s. = não significativo à 5% de significância; * = significativo à 5% de 
significância; %R2 = coeficiente de determinação em porcentagem; E (%)= Erro médio 
em porcentagem, obtido por:    nYYYE liliji //)(100   . 

 

O teste F, proposto por Graybill (1976), constitui uma forma analítica de 

realizar a análise dos resíduos, uma vez que algumas tendências observadas 

apenas pela análise visual dos gráficos podem ser enganosas (CHICHORRO 

et al., 2003). 

Para verificar a dispersão e exatidão das estimativas, calcularam-se as 

estatísticas ŷyr , CV %, RQEM, bias, bias% e MDA conforme descrito 

anteriormente, além de análises gráficas. 

Para verificar a diferença estatística entre as distribuições diamétricas 

médias e por parcela estimadas e as observadas, por classe de capacidade 
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produtiva, em cada idade de projeção, aplicou-se o teste Qui-quadrado (X²) 

(NESBITT, 1995). 

Para as estimativas em nível de povoamento, os volumes das árvores 

individuais foram totalizados e as estimativas por hectare das parcelas, nas 

idades analisadas, foram submetidas ao teste t para amostras dependentes, 

considerando um nível de significância de 5 %, além da análise gráfica dos 

valores observados e estimados. 
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5. RESULTADOS E DISCUSSÃO 
 
5.1. Índices de competição 

 

Em geral, foi observada correlação significativa (p<0,05) entre os 

índices de competição e as variáveis de crescimento em diâmetro e altura (∆d 

e ∆h) e probabilidade de mortalidade (P(M)), pelo teste t (Tabela 6). As 

correlações foram positivas entre os índices e as variáveis de crescimento, 

exceto para o índice IID5, cuja correlação foi negativa. Apenas o IID3 e o IID2 

foram não significativos para o crescimento em diâmetro, na classe de 

capacidade produtiva alta, e para a variável mortalidade (P(M)) na classe baixa, 

respectivamente. 

Nenhum índice mostrou-se superior para todas as variáveis. Para o 

crescimento em diâmetro (∆d) e altura (∆h), o índice IID5 foi o que apresentou 

maiores correlações nas três classes de capacidades produtivas. O IID4 foi 

superior para a variável P(M), também para as três classes. 

 

 

 

 

 

 

 

 

 



 
 

33 
 

Tabela 6 – Matriz de correlação simples entre os índices de competição (IID1 à 
IID5), crescimento dimensional em dap (∆d) e altura (∆h), 
probabilidade de mortalidade (P(M)), idade (I) e área basal do 
povoamento (B/ha) para as classes de produtividade (I, II e III) 

 I IID1 IID2 IID3 IID4 IID5 ∆d ∆h P(M) B 

 I (Alta) 
I 1,00 -0,05 -0,07 -0,04 -0,06 0,32* -0,34* -0,74 -0,57* 0,89* 
IID1  1,00 0,97* 1,00* 0,99* -0,92* 0,68* 0,44* -0,54* -0,06 
IID2   1,00 0,95* 0,97* -0,92* 0,65* 0,47* -0,57* -0,07 
IID3    1,00 0,99* -0,88* 0,67n.s. 0,43* -0,43* -0,05 
IID4     1,00 -0,91* 0,70* 0,55* -0,62* -0,06 
IID5      1,00 -0,74* -0,60* -0,59* -0,34* 
∆d       1,00 0,82* -0,71* -0,36* 
∆h        1,00 -0,45* -0,68* 
P(M)         1,00 -0,13 
B/ha          1,00 

II (Média) 
I 1,00 0,01 -0,01 0,02 -0,01 0,46* -0,36* -0,68* -0,31* 0,79* 
IID1  1,00 0,97* 0,98* 0,98* -0,76* 0,63* 0,41* -0,38* -0,02 
IID2   1,00 0,95* 0,98* -0,76* 0,62* 0,45* -0,38* -0,02 
IID3    1,00 0,99* -0,75* 0,62* 0,39* -0,35* -0,01 
IID4     1,00 -0,78* 0,64* 0,52* -0,47* -0,02 
IID5      1,00 -0,64* -0,59* -0,39* -0,02 
∆d       1,00 0,87* -0,43* -0,24* 
∆h        1,00 -0,40* -0,48* 
P(M)         1,00 -0,22* 
B/ha          1,00 

 III (Baixa) 
I 1,00 0,01 -0,02 0,02 -0,02 0,42* -0,33* -0,49* -0,30* 0,90* 
IID1  1,00 0,98* 0,99* 0,99* -0,84* 0,52* 0,58* -0,30* -0,01 
IID2   1,00 0,96* 0,98* -0,86* 0,54* 0,57* -0,11n.s. -0,01 
IID3    1,00 0,99* -0,82* 0,55* 0,54* -0,28* -0,02 
IID4     1,00 -0,86* 0,62* 0,58* -0,50* -0,02 
IID5      1,00 -0,63* -0,69* -0,32* -0,46* 
∆d       1,00 0,94* -0,53* -0,35* 
∆h        1,00 -0,46* -0,47* 
P(M)         1,00 -0,46* 
B/ha          1,00 
* significativo a 5% de significância. 
n.s. não significativo a 5% de significância. 
 

A correlação simples entre estas variáveis é um critério comum para 

avaliar e selecionar índices de competição (DANIELS, 1976), principalmente 

quando se trata de modelagem linear. Porém, apenas a correlação simples não 

é definitiva para se avaliar o efeito entre as variáveis. Através da análise gráfica 

dos índices de competição, estratificados por classe de capacidade produtiva, 

em função da idade e do porte das árvores em que, Classe I: cm 16,9dap  e 

s = 7 cm; Classe II: cm 15,1dap  e s = 6 cm e Classe III: cm 12,2dap  e s = 
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6 cm, observa-se que as árvores de diferentes tamanhos apresentaram 

comportamentos distintos na tendência dos índices de competição (Figura 9). 
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Figura 9 – Dispersão dos índices de competição em função da idade, da 
capacidade produtiva e da classe de tamanho das árvores. 

 
As tendências médias dos índices de competição 1, 2, 3 e 4 (IID1 a 

IID4), na Figura 10, mostrou comportamentos semelhantes. As maiores árvores 

apresentaram tendência média crescente dos índices, uma vez que oferecem 

concorrência às árvores menores, inibindo o seu crescimento. De forma 

complementar, as árvores menores apresentaram tendência decrescente para 

os quatro primeiros índices, por serem árvores suprimidas. Além disso, 
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observa-se que as árvores médias apresentaram comportamentos constantes 

e próximos a 1. 

Para o índice de competição 5 (IID5) (Figura 10), maiores valores foram 

observados para as menores árvores, uma vez que este índice é o único que 

possuiu correlação negativa com as variáveis de crescimento. Diferentemente 

dos demais índices analisados, também existe uma tendência crescente em 

função da idade para todas as classes de tamanho (tratando-se do único índice 

de correlação significativa com a variável idade). Estas diferentes tendências 

se devem à forma de cálculo de cada índice. O IID5 refere-se à soma das áreas 

seccionais das árvores maiores do que a árvore-objeto. Como as árvores 

continuam crescendo ao longo do tempo, o índice tende sempre a aumentar 

em função da idade. Os demais índices (IID1 a IID4) são obtidos a partir de uma 

razão entre variáveis (razão de tamanhos), e este comportamento crescente 

não é verificado para todas as classes de tamanho de árvores.  

Na medida em que aumenta a idade do povoamento, a amplitude entre 

os índices calculados para as maiores e menores árvores tende a aumentar. 

Isso ocorre devido ao baixo crescimento das árvores menores e maior 

crescimento das maiores árvores. Verificou-se, também, que quanto pior a 

capacidade produtiva, maior a competição entre os indivíduos. 

Tonini (2007) concluiu que a utilização de índices de competição em 

estimativas de crescimento dimensional, só são confiáveis para estimativas à 

curto prazo. Já, segundo Barclay e Layton (1990), para estimativas à longo 

prazo é necessário o conhecimento de mecanismos competitivos (índices) que 

permitam quantificar as mudanças no estoque de nutrientes, água e luz para as 

árvores.  
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Figura 10 – Tendência média dos índices de competição em função do tempo, 

estratificados por classe de capacidade produtiva e classe de 
tamanho das árvores. 

 

As correlações entre a probabilidade de mortalidade (P(M)) indicam, de 

forma geral, resultados significativos estatisticamente com a variável idade e os 

cinco índices de competição. 

As probabilidades de mortalidade de árvores estão inversamente 

correlacionadas com a idade (-0,57; -0,31 e -0,31, respectivamente para as 

classes de capacidade produtiva I, II e III), indicando que há uma maior 

probabilidade de mortalidade em idades menores nas três classes de 

capacidade produtiva, assim como a tendência verificada por Waring (1987), 

Monserud e Sterba (1999) e Demolinari (2006). 
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Os índices de competição (IID1 a IID5) apresentaram correlações 

negativas com a probabilidade de mortalidade, com valores entre -0,28 e -0,62. 

Apenas o IID2 apresentou resultado não significativo (-0,11) na classe de 

capacidade produtiva baixa (Classe III).  

Biologicamente, estas tendências são esperadas, uma vez que árvores 

mais jovens, de menores tamanhos e localizados em áreas de menor 

capacidade produtiva apresentam maior probabilidade de morrer (ROSSI et al., 

2007). 

 

5.2. Modelos de regressão 
 

Todas as estimativas dos parâmetros das equações para a variável 

probabilidade de mortalidade (P(M)) foram significativas (p<0,05), exceto para 

o parâmetro β0 do modelo Logística 2 (Tabela 7). Os modelos de regressão 

que utilizam o IID5 não convergiram durante o ajuste e por isso não foram 

apresentados.  
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Tabela 7 – Estimativas dos parâmetros das equações para probabilidade de mortalidade (P(M)) e respectivas estatísticas 

Modelo 
Índice de 

Competição 

Parâmetros dos modelos 
ŷyr  CV % 

(±) 
RQEM bias bias % MDA 

0β̂  1β̂  
West 1 IID1 0,056 -0,512 0,4243 60,9 0,0502 -0,0004 -37,8439 0,0392 
West 2 IID2 0,058 -1,525 0,3874 62,0 0,0511 -0,0003 -38,7445 0,0395 
West 3 IID3 0,057 -0,386 0,4162 61,2 0,0504 -0,0004 -38,0219 0,0392 
West 4 IID4 0,055 -0,249 0,4169 61,1 0,0504 -0,0004 -38,1096 0,0393 
Logística 1 IID1 1,630 1,505 0,4532 59,9 0,0494 0,0000 -34,1279 0,0385 

Logística 2 IID2 0,516 n.s. 2,351 0,4012 61,6 0,0508 -0,0003 -37,6137 0,0394 
Logística 3 IID3 1,798 1,396 0,4452 60,2 0,0496 0,0001 -33,8015 0,0389 
Logística 4 IID4 1,974 1,605 0,4396 60,4 0,0498 0,0004 -32,5467 0,0393 
n.s. = parâmetro não significativo a 5% de significância. 
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Na Figura 11 pode-se observar que todas as equações apresentaram 

tendência de subestimação da probabilidade de mortalidade. 

De acordo com as estatísticas apresentadas na Tabela 7 e dos gráficos 

de resíduos (Figura 11), verificou-se que a equação Logística 1 apresentou 

desempenho um pouco superior. Vanclay (1994) concluiu que a função mais 

eficiente para descrever a probabilidade de mortalidade é a Logística, pois, 

além de gerar estimativas precisas, não exige um grande número de variáveis 

independentes. Hamilton Jr. (1986) cita vantagens específicas dessa função 

como: a função é limitada entre 0 e 1, sendo naturalmente limitada à amplitude 

do potencial da probabilidade de mortalidade; pode ser usada para descrever a 

maioria dos padrões de mortalidade que ocorrem naturalmente e; as rotinas de 

estimativas não-lineares podem estimar eficientemente os parâmetros dessa 

função, devido às facilidades computacionais. 
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Figura 11 – Análise gráfica dos resíduos das equações para a variável 

probabilidade de mortalidade. 
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Todas as estimativas dos parâmetros das equações para a variável 

altura na idade futura (Ht2) foram significativas (p<0,05), exceto o parâmetro β2 

(associado à idade) na equação Linear 2 (Tabela 8). 

As equações referentes aos modelos Linear 2 e Lundviq-Korf foram 

aquelas que apresentaram as melhores tendências de distribuição dos 

resíduos (Figura 12). De maneira geral, todos os modelos testados se 

ajustaram bem aos dados de altura, entretanto a equação referente ao modelo 

Linear 2 apresentou desempenho ligeiramente superior quando comparada às 

demais equações. As estatísticas de exatidão e precisão apresentaram 

melhores valores do que os encontrados por Palahí e Grau (2003) para plantios 

de Pinus. 
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Tabela 8 – Estimativas dos parâmetros das equações para a variável altura na idade futura (Ht2) e respectivas estatísticas 

 
 Parâmetros dos modelos       

Modelo 
Índice de 

Competição 0β̂  1β̂  2β̂  3β̂  4β̂  ŷyr  CV % 
(±) RQEM bias bias % MDA 

Linear 1 IID1 1,0984 0,9225 -0,0294 0,0936 1,4453 0,9920 3,1 0,6354 0,0000 -0,2015 0,4910 
Linear 2 IID2 -5,2306 0,7931 -0,0015 n.s.

 0,1588 6,9909 0,9930 2,9 0,5976 0,0000 -0,1420 0,4629 

Linear 3 IID3 2,1612 0,9813 -0,0420 0,0638 0,7621 0,9915 3,2 0,6547 0,0000 -0,2229 0,5070 
Linear 4 IID4 3,0899 1,0487 -0,0556 0,0297 0,2894 0,9910 3,3 0,6755 0,0000 -0,2406 0,5237 
Linear 5 IID5 2,3357 1,0346 -0,0417 0,0814 -1,7946 0,9912 3,2 0,6679 0,0000 -0,2546 0,5168 
Linear 6 Nenhum 4,0028 1,1344 -0,0728 -0,0154 - 0,9903 3,4 0,7006 0,0000 -0,2445 0,5442 
Lundviq-Korf Nenhum -0,9728 7,03E+105 0,0024 - - 0,9927 3,0 0,6277 0,0011 0,0262 0,4770 
n.s. = parâmetro não significativo a 5% de significância. 
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Figura 12 – Análise gráfica dos resíduos das equações para estimativa da 
variável altura. 

 
Os parâmetros das equações para a estimativa da variável diâmetro 

foram significativas (p<0,05) (Tabela 9). A exceção da equação de Lundviq-
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Korf, todas as demais apresentaram distribuição dos erros não tendenciosos 

(Figura 13). A equação referente ao modelo Linear 5 apresentou desempenho 

superior.  

As estatísticas de exatidão apresentaram valores superiores às 

encontradas por Monty et al. (2008) para plantios de Pseudotsuga menziesii e 

às encontradas por Palahí e Grau (2003) para plantios de Pinus, bem como 

valores próximos aos encontrados por Tomé e Burkhart (1989) para plantios de 

eucalipto em relação à estimação da variável diâmetro. 
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Tabela 9 – Estimativas dos parâmetros das equações para a variável diâmetro na idade futura (dap2) e respectivas estatísticas 

 
 Parâmetros dos modelos       

Modelo 
Índice de 

Competição 0β̂  1β̂  2β̂  3β̂  4β̂  ŷyr  CV % 
(±) RQEM bias bias % MDA 

Linear 1 IID1 0,4159 1,0062 -0,0178 0,0191 0,8412 0,9922 3,9 0,5367 0,0000 -0,1547 0,4037 
Linear 2 IID2 -0,6764 1,0313 -0,0197 0,0085 2,0592 0,9919 4,0 0,5471 0,0000 -0,1119 0,4149 
Linear 3 IID3 0,8790 1,0353 -0,0208 0,0075 0,4718 0,9922 4,0 0,5387 0,0000 -0,1803 0,4051 
Linear 4 IID4 1,2466 1,0670 -0,0237 -0,0049 0,2146 0,9921 4,0 0,5404 0,0000 -0,2000 0,4057 
Linear 5 IID5 0,5065 1,0397 -0,0114 0,0462 -1,6053 0,9924 3,9 0,5291 0,0000 -0,2400 0,3964 

Linear 6 Nenhum 1,7355 1,1336 -0,0294 -0,0328 - 0,9917 4,1 0,5541 0,0000 -0,1666 0,4180 
Lundviq-Korf Nenhum -0,7593 0,6517 0,1113 - - 0,9921 4,0 0,5441 0,0045 0,0922 0,4048 
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Figura 13 – Análise gráfica dos resíduos das equações para estimativa da 
variável dap. 
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5.3. Redes neurais artificiais 

 
Os modelos de regressão avaliados para estimar a probabilidade de 

mortalidade (expressões 15 e 16) consideraram apenas o índice de competição 

como variável independente, o qual expressa o status competitivo de cada 

árvore. Glover e Hool (1979), West (1981) e Crecente-Campo et al. (2009) 

sugerem estimar a mortalidade sem a presença de variáveis do povoamento e 

da idade como variáveis independentes, por se tratar de um evento aleatório 

fortemente dependente apenas do status competitivo das árvores. Já, Guan e 

Gertner (1991) recomendam a combinação destas variáveis para estimar a 

probabilidade de mortalidade. Estes autores complementam que, para cada 

caso específico é necessário uma diferente estrutura. 

 Monserud e Sterba (1999) e Palahí e Pukkala (2003) também 

consideram que, além dos índices de competição, variáveis dimensionais e 

características de povoamento devem ser utilizados para melhorar as 

estimativas da variável mortalidade. Mabvurira e Miina (2002) consideraram a 

variável índice de local para descrever a mortalidade individual de árvores de 

Eucalyptus grandis.  

Sendo assim, as RNA do tipo Multilayer Perceptron (MLP) foram 

treinadas para a probabilidade de mortalidade considerando também outras 

variáveis de entrada, além do índice de competição. As melhores arquiteturas 

foram resumidas na Tabela 10, tendo como arquitetura genérica uma camada 

de entrada com 4  variáveis (I1, S, CLA e um índice de competição IID); uma 

camada oculta com n neurônios; e uma camada de saída com apenas um 

neurônio estimando a variável probabilidade anual de mortalidade para cada 

árvore (P(M)). 
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Tabela 10 – Arquitetura das redes neurais artificiais ajustadas para obtenção da probabilidade de mortalidade e respectivas 
estatísticas 

Rede 
Índice de 

Competição 

Variáveis de 

entrada utilizadas 

Variável 

de saída 

Número de neurônios 
ŷyr  CV % 

(±) RQEM bias bias % MDA 
Camada 1 Camada 2 Camada 3 

1 IID1 I1, S, CLA, IID1 P(M) 4 9 1 0,7440 43,1 0,0336 0,0004 -16,9064 0,0255 
2 IID2 IID2 P(M) 1 3 1 0,5786 52,3 0,0411 0,0051 -15,8390 0,0305 
3 IID3 I1, S, CLA, IID3 P(M) 4 8 1 0,7988 38,6 0,0301 0,0009 -12,7304 0,0235 
4 IID4 I1, S, CLA, IID4 P(M) 4 5 1 0,7105 45,2 0,0370 0,0112   4,0104 0,0286 
5 IID5 I1, CLA, IID5 P(M) 3 4 1 0,7898 39,3 0,0306 0,0000 -16,3394 0,0244 

Em que: I1 = idade atual, em meses. S = Índice de local, em m; CLA = classe de diâmetro (amplitude de 2 cm); IIDi = Índices de competição 
independentes da distância (i = 1 a 5, conforme descritos anteriormente) e P(M), probabilidade de mortalidade.  
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Figura 14 – Análise gráfica dos resíduos para a variável probabilidade de 

mortalidade, obtidas no treinamento das RNA. 
 
 

De acordo com a Figura 14, a rede 2 apresentou comportamento dos 

resíduos semelhante aos modelos de regressão que também utilizaram apenas 

um índice de competição como variável dependente na estimação da 

probabilidade de mortalidade. As demais redes apresentaram superiores, 

contudo utilizaram um maior número de variáveis, sendo um ponto positivo das 

RNA, devido a sua flexibilidade.  

Comparando as estatísticas apresentadas nas Tabelas 7 e 10 e os 

gráficos das Figuras 11 e 14, observou-se que as RNA foram mais precisas do 

que as equações para a probabilidade de mortalidade e a rede 5 resultou nas 

melhores estimativas. Assim como as demais, essa rede gerou estimativas 



 
 

50 
 

limitadas entre 0 e 1, sendo biologicamente coerentes para estimativas de 

mortalidade, porém foi a única que captou as variações de probabilidade nos 

valores extremos, ou seja, a dispersão dos resíduos foi menor. 

As estimativas encontradas são aceitáveis para esta variável. Devido a 

dificuldade de se estimar a mortalidade das árvores, uma pequena tendência 

nos desvios ainda é aceitável (YANG et al., 2003; GONZÁLEZ et al., 2006). 

A arquitetura da rede 5, selecionada para estimar a probabilidade de 

mortalidade, é ilustrada na Figura 15. 
 

Rede 5

I1

CLA Prob

IID5

 Rede 5

I1
CLA

BAL1

Probabilidade 
de Mortalidade

 
Figura 15 – Arquitetura da RNA 5 para estimativas de probabilidade de 

mortalidade. 
 

O índice de competição utilizado nas estimativas de mortalidade pela 

RNA 5 foi o IID5, (obtido pelo somatório das áreas seccionais das árvores 

maiores que a árvore-objeto), desenvolvido por Stage (1973), citado por Davis 

e Johnson (1987). 

Este índice foi utilizado no modelo de árvores individuais PROGNOSIS 

(STAGE, 1973, citado por DAVIS e JOHNSON, 1987) e no estudo de 

crescimento de sobreiro na Espanha (GONZÁLEZ et al., 2006). Monserud e 

Sterba (1999) utilizaram o IID5 para mortalidade de espécies nativas da floresta 

australiana, e consideraram este índice como uma das variáveis mais 

importantes na avaliação da mortalidade para a quase totalidade das espécies 

analisadas, por ter atingido alto grau de precisão nas estimativas de 

mortalidade individual. Contudo, neste estudo, este índice não foi tão eficiente 

nos modelos de regressão testados. 

As arquiteturas das redes neurais artificiais treinadas para obtenção da 

variável altura são resumidas na Tabela 11, tendo como arquitetura genérica 

uma camada de entrada com 5  variáveis (I1, I2, S, Ht1, e um índice de 

competição IID) ou 4 variáveis (I1, I2, S, Ht1); uma camada oculta com n 

neurônios; e uma camada de saída com apenas um neurônio estimando a 

variável altura na idade futura (Ht2).  
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Tabela 11 – Arquitetura das redes neurais artificiais ajustadas para obtenção da altura na idade futura (Ht2) e respectivas 
estatísticas 

Rede 
Índice de 

Competição 

Variáveis de 

entrada utilizadas 

Variável 

de saída 

Número de neurônios 
ŷyr  CV % 

(±) RQEM bias bias% MDA 
Camada 1 Camada 2 Camada 3 

1 IID1 S, Ht1, IID1 Ht2 3 6 1 0,9924 3,0 0,6259 -0,0011 -0,1197 0,4370 
2 IID2 I1, I2, S, Ht1, IID2 Ht2 5 6 1 0,9932 2,9 0,5919 -0,0089 -0,1668 0,4069 
3 IID3 I1, I2, S, Ht1, IID3 Ht2 5 7 1 0,9944 2,6 0,5318 0,0001 -0,0695 0,4048 

4 IID4 I1, I2, S, Ht1, IID4 Ht2 5 7 1 0,9946 2,5 0,5257 -0,0028 -0,0949 0,3979 
5 IID5 I1, I2, S, Ht1, IID5 Ht2 5 9 1 0,9928 2,9 0,6079 0,0028 -0,1420 0,4222 
6 Nenhum I1, S, Ht1 Ht2 3 7 1 0,9919 3,1 0,6429 -0,0017 -0,1374 0,4451 

Em que: I = idade, em meses; Ht = altura total (m). Os subscritos destas variáveis (1 e 2), referem-se às medidas atuais e futuras, 
respectivamente; S = Índice de local, em m; IIDi = Índices de competição independentes da distância (i = 1 a 5, conforme descritos 
anteriormente).  
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Figura 16 – Análise gráfica dos resíduos para a variável altura, obtidas no 
treinamento das RNA. 

 

As estatísticas na Tabela 11 e os gráficos da Figura 16 mostram que a 

rede 3 foi a que apresentou as melhores estimativas para a variável altura. 

Comparando as estatísticas da rede 3 (Tabela 11) com a melhor equação para 

esta variável (Modelo Linear 2), na Tabela 8, observa-se que a RNA foi muito 
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superior em termos de precisão e exatidão. A arquitetura da rede 3 foi a 

seguinte (Figura 17): 

 Rede 3

I1

I2

S

Ht1

Ht2

IID3

 
Figura 17 – Arquitetura da RNA 3 para estimativas de altura. 
 

O índice de competição utilizado pela RNA 3 é resultante da 

combinação entre as variáveis diâmetro e altura (IID3), proposto por Glover e 

Hool, (1979). 

Apesar de ter apresentado os menores valores de correlação entre os 

cinco índices de competição avaliados em relação ao crescimento em altura 

(Tabela 6), o IID3 apresentou uma tendência bem definida em função da idade 

quando estratificado por tamanho das árvores. As correlações entre este índice 

e a variável altura (0,43; 0,39 e 0,54, para as Classes I, II e III, 

respectivamente), foram próximos aos valores encontrados em outros 

trabalhos. Martin e Ek (1984) encontraram valores de correlação inferiores a 

0,40 e Daniels (1976), inferiores a -0,45 com o incremento em altura, ambos 

em estudos com espécies de Pinus. 

As RNA treinadas para a variável diâmetro em uma idade futura (dap2) 

apresentaram-se precisas, haja vista as estatísticas apresentadas na Tabela 

12. Além disso, observa-se, também, que a inclusão de alguns índices de 

competição nas redes resultou maoir precisão e exatidão nas estimativas. 

Os resultados das redes (Tabela 12) quando comparados com os das 

equações para a variável diâmetro (Tabela 9), indicam que a rede 4 foi a 

melhor entre todas as alternativas avaliadas. 
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Tabela 12 – Arquitetura das redes neurais artificiais treinadas para obtenção do diâmetro na idade futura (dap2) e respectivas 
estatísticas 

Rede 
Índice de 

Competição 

Variáveis de 

entrada utilizadas 

Variável 

de saída 

Número de neurônios 
ŷyr  CV % 

(±) RQEM bias bias % MDA 
Camada 1 Camada 2 Camada 3 

1 IID1 I1, I2, dap1, IID1 dap2 4 5 1 0,9897 4,6 0,6181 -0,0048 -0,3141 0,4089 
2 IID2 I1, I2, S, dap1, IID2 dap2 5 7 1 0,9903 4,4 0,6008 -0,0118 -0,4150 0,3986 
3 IID3 I2, dap1, IID3 dap2 3 4 1 0,9926 3,8 0,5226 0,0008 -0,3135 0,3913 
4 IID4 I1, I2, S, dap1, IID4 dap2 5 5 1 0,9930 3,7 0,5076 -0,0021 -0,2532 0,3821 

5 IID5 I1, I2, S, dap1, IID5 dap2 5 6 1 0,9880 4,9 0,6665 0,0013 -0,2755 0,5049 
6 Nenhum I1, I2, S, dap1 dap2 4 6 1 0,9901 4,5 0,6052 -0,0029 -0,3300 0,4014 
Em que: I = idade, em meses; dap = diâmetro com casca medido a 1,30 m de altura. Os subscritos destas variáveis (1 e 2), referem-se às 
medidas atuais e futuras, respectivamente; S = Índice de local, em m; IIDi = Índices de competição independentes da distância (i = 1 a 5, 
conforme descritos anteriormente).  
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Os gráficos de resíduos da Figura 18 mostram que a rede 4 apresentou 

menor erro, bem como melhor tendência de distribuições das estimativas, em 

comparação com as demais redes, sendo portanto, a melhor. 
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Figura 18 – Análise gráfica dos resíduos para a variável dap, obtidas no 
treinamento das RNA. 
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A arquitetura da melhor rede (rede 4) é ilustrada na Figura 19. 

 Rede 4

I1

I2
S

dap1

dap2

IID4

 Rede 4

I1

I2
S

dap1

dap2

IID4  
Figura 19 – Arquitetura da RNA 4 para estimativas do dap. 

 

O índice de competição utilizado pela RNA 4 considera a razão entre o 

diâmetro da árvore-objeto e o diâmetro da árvore média (IID4) (STAGE, 1973; 

citados por DAVIS e JOHNSON, 1987). 

Este índice, assim como o IID5, apresentou os maiores valores de 

correlação entre os índices avaliados em relação ao crescimento em dap, e 

também uma tendência bem definida em função da idade quando estratificado 

por classe de tamanhos das árvores. 

De acordo com as estatísticas apresentadas, pode-se observar que as 

RNA treinadas para os sub-modelos de crescimento em diâmetro e altura e 

probabilidade de mortalidade mostraram ser, de maneira geral, as mais 

precisas que as equações. Isto pode ser justificado uma vez que as redes não 

apresentaram uma estrutura definida, como é o caso dos modelos de 

regressão, tendo a capacidade de modelar aspectos não-lineares sem a prévia 

definição de uma função estatística, economizando assim tempo e esforços na 

escolha de modelos de regressão, além da maior facilidade em se estimar um 

grande número de arquiteturas pelos softwares especializados. 

As RNA treinadas para estimar o crescimento dimensional (Ht e dap) 

utilizaram todas as variáveis de entrada disponibilizadas, enquanto a RNA 

utilizada para probabilidade de mortalidade excluiu a variável S, não a 

considerando como variável de importância durante o treinamento. O ranking 

das variáveis de entrada pode ser visualizado na Tabela 13. 

As RNA apresentaram poucos neurônios na camada intermediária (4, 7 

e 5, respectivamente, para as estimativas de P(M), altura e dap). Segundo 

Pereira (1999), tal característica é preferida, visto que elas tendem a possuir 
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um melhor poder de generalização, sem vício para estimar apenas as variáveis 

que foram utilizadas no treinamento.  

 

Tabela 13 – Descrição do tipo de rede neural artificial utilizada e o ranking de 
importância das variáveis de entrada para as estimativas de 
probabilidade de mortalidade (P(M)), altura (Ht) e diâmetro (dap) 

Variável estimada Entradas  
utilizadas Saída 

Ranking** 
(1°) (2°) (3°) (4°) (5°) 

P(M) 
MLP (3-4-1)* I1, CLA, IID5 P(M) CLA IID5 I1 - - 

Ht 
 MLP (5-7-1)* I1, I2, S, Ht1, IID3 Ht2 I1 I2 Ht1 IID3 S 

dap 
MLP (5-5-1)* I1, I2, S, dap1, IID4 dap2 I1 I2 dap1 IID4 S 

Em que: I = idade, em meses; dap = diâmetro com casca medido a 1,30 m de altura; 
Ht = altura. Os subscritos destas variáveis (1 e 2), referem-se às medidas atuais e 
futuras, respectivamente; CLA = classe de diâmetro (amplitude de 2 cm); S = Índice de 
local, em m; IIDi = Índices de competição independentes da distância (i = 1 a 5, 
conforme descritos anteriormente).  
* Tipo de RNA utilizada (número de neurônios de entrada – ocultos – e de saída) 
** Ranking de importância das variáveis de entrada nas estimativas. 

 

As estimativas selecionadas para as variáveis Ht e dap apresentaram 

coeficientes de correlação ( ŷyr ) entre as variáveis observadas e estimadas 

superiores a 0,98, indicando, segundo Garcia (2001), alto grau de associação 

entre estas variáveis, ou seja, alto grau de precisão das estimativas. Também 

foram verificados baixos valores de coeficiente de variação (CV %), raiz 

quadrada do erro médio (RQEM), bias, bias% e média das diferenças absolutas 

(MDA), bem como distribuição não tendenciosa dos resíduos. 

Observou-se que a inclusão da variável índice de competição melhorou 

as estimativas de crescimento (Ht e dap), haja vista que houve significativa 

melhora nas estatísticas de exatidão e precisão, assim como na distribuição 

dos resíduos, em relação àquelas sem o índice. Este fato já era esperado, 

dado que o status competitivo influencia diretamente nas taxas de crescimento 

das árvores, como já descrito por Daniels (1976), Martin e Ek (1984) e Biging e 

Dobberting (1992). Grande parte dos trabalhos com modelos em nível de 

árvores individuais não consideram os índices de competição como variável 

explicativa nas variáveis de crescimento (ZEIDE, 1993; MENDES et al., 2006), 

o que pode resultar em perdas significativas de precisão das estimativas destas 

variáveis. 
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Camada 
de 

entrada 
Camada 
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5.4. Validação do modelo 
 

A validação do modelo de crescimento e produção em nível de árvores 

individuais, (baseado nas RNA), selecionado no item 5.3 foi realizada por meio 

do simulador, desenvolvido aplicando a teoria de Autômatos Celulares, 

conforme exemplificado na Figura 20. Como saída, o aplicativo reproduziu a 

dinâmica do povoamento, e produziu estimativas das dimensões das árvores 

individuais para cada passo de tempo simulado (idade). O modelo foi capaz de 

simular características fundamentais na dinâmica das florestas de eucalipto, 

tais como: mortalidade, crescimento dimensional em altura e diâmetro, em nível 

de árvore. 

 

 

 
 

 

 

 

 

 

 

  

 

 

 

  

Figura 20 – Modelo de Simulação de Autômatos Celulares baseados em RNA, 
adaptado de Hegde et al. (2008). 

 

Para mortalidade foram estimadas corretamente 37%; 42% e 38% das 

árvores nas classes de capacidade produtiva I, II e III, respectivamente na 

idade final de projeção. Cabe lembrar que a estimativa de mortalidade neste 

estudo não depende da exatidão célula a célula (precisão espacial), ou seja, 
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não é necessário “matar” exatamente a árvore que na realidade morreu. Isso é 

possível pela característica dos modelos em nível de árvores individuais de 

distância independente. O importante nesta simulação é que as árvores mortas 

possuam um tamanho igual àquelas que realmente morreram e que ocorram 

no tempo correto, resultando assim, em estimativas precisas em termos de 

dinâmica do povoamento. 

Mesmo apresentando um grau de acerto menor que 50% quanto as 

árvores que morreram durante o período de projeção (de 24 até 72 meses), 

observa-se nos gráficos da Figura 21, que foi possível estimar sem tendência o 

número de árvores vivas por hectare nas parcelas selecionadas para validação.  
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Figura 21 – Estimativas de número de árvores por hectares. 
 

A tendência obtida na validação do modelo de árvores individuais está 

em conformidade com resultados descritos na literatura para estimativas de 

mortalidade ou sobrevivência (MONSERUD e STERBA, 1999; TAYLOR e 

MACLEAN, 2007). 

Uma característica importante para a modelagem de mortalidade é a 

necessidade de um banco de dados que represente bem a população em 

estudo (MONSERUD e STERBA, 1999). No presente trabalho, apesar do 
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grande número de árvores, o número de árvores mortas não foi tão grande e 

mesmo assim, as estimativas obtidas para a variável de mortalidade foram 

satisfatórias. 

Conforme Miranda et al. (1989), grande parte dos estudos de 

crescimento realizados ignoram a mortalidade, talvez porque é o componente 

do crescimento mais difícil e menos confiável de se estimar, em razão das 

incertezas das condições futuras do povoamento. No entanto, segundo este 

mesmo autor, a correta estimação da mortalidade auxilia o manejador florestal 

a estimar com maior precisão as produções futuras de madeira, principalmente 

quando a mortalidade é alta, como por exemplo, neste estudo, chegando a até 

20 %. 

Pela aplicação do teste F de Graybill, verificou-se que as estimativas 

de Ht e dap diferiram estatisticamente dos valores observados, exceto para a 

Classe I (Alta), na idade 48 meses. Contudo, pelo critério adotado (Tabela 5) 

quase todas as estimativas foram classificadas como aceitáveis. Aquelas que 

não se apresentaram como aceitáveis ficaram muito próximas dos valores 

críticos (R² > 90% e E < 10%) (Tabela 14). Observou-se também que valores 

de F aumentaram com a idade, refletindo a propagação dos erros nas 

estimativas. 

 
Tabela 14 – Teste F de Graybill para os dados de validação do modelo de 

crescimento em nível de árvore individual, nas classes de 
produtividade I (Alta), II (Média) e III (Baixa), nas idades de 
projeção estimadas 

Classe de 
Capacidade 
Produtiva 

Idade 
(meses) 

Variável 
Ht (m)  dap (cm) 

F 0β̂  1β̂  R² E %  F 0β̂  1β̂  R² E % 

I (Alta) 

36 5,77 * 0,34 0,98 96% 0%  4,32 * 0,17 0,98 95% -1% 
48 2,97 n.s. 0,70 0,97 93% 0%  2,27 * 0,41 0,97 92% 0% 
60 11,01 * 0,89 0,95 91% -1%  7,44 * 0,54 0,96 89% -1% 
72 6,79 * 1,33 0,94 87% 0%  8,64 * 0,91 0,93 85% -1% 

II (Média) 

36 12,91 * 0,60 0,97 96% 1%  25,21 * 0,54 0,97 96% 2% 
48 26,33 * 1,52 0,94 92% 1%  38,77 * 1,35 0,91 92% 2% 
60 21,72 * 2,14 0,91 88% 1%  36,28 * 1,81 0,89 88% 2% 
72 16,69 * 2,36 0,91 85% 1%  39,03 * 2,27 0,86 85% 2% 

III (Baixa) 

36 6,87 * 0,63 0,96 93% 0%  16,06 * 0,55 0,95 95% 1% 
48 14,15 * 0,77 0,97 90% 1%  35,52 * 0,98 0,94 91% 3% 
60 32,75 * 1,75 0,93 85% 3%  48,23 * 1,58 0,90 86% 4% 
72 23,17 * 2,05 0,92 81% 2%  39,50 * 1,87 0,89 83% 4% 

* significativo a 5% de significância. 
n.s. não significativo a 5% de significância. 
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Os valores de coeficiente de variação (CV %), raiz quadrada do erro 

médio (RQEM), bias, bias% e média das diferenças absolutas (MDA), 

aumentaram à medida que se aumentaram as idades projetadas, enquanto o 

coeficiente de correlação  ŷyr  diminuiu (Tabela 15). Tal tendência é esperada, 

visto que as projeções para uma determinada idade futura já consideram o erro 

da projeção anterior que é, então, acumulado. 

As Figuras 22 e 23 auxiliaram na verificação da exatidão das 

estimativas do modelo e de Autômato Celular, mostrando a concentração das 

estimativas em torno da linha de 45°, tanto para a variável altura, quanto para o 

diâmetro. 
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Tabela 15 – Estatísticas considerando os valores de altura (Ht) e diâmetro (dap) estimados pelo simulador e observados, em cada 
idade (em meses) e classe de capacidade produtiva 

Classe de 
Capacidade 
Produtiva 

Idade 
(meses) 

 Variável 

 Ht (m)  dap (cm) 

 ŷyr  CV % 
(±) RQEM bias bias % MDA  ŷyr  CV % 

(±) RQEM bias bias % MDA 

 36  0,9794 3,5 0,7069 -0,0804 -0,4889 0,4555  0,9760 5,5 0,7665 -0,0811 -0,8561 0,5158 
I (Alta) 48  0,9645 4,6 1,0398 0,0268 0,0026 0,7409  0,9611 7,1 1,0654 -0,0164 -0,4432 0,7519 

 60  0,9531 5,1 1,2716 -0,2233 -1,0667 0,9302  0,9451 8,5 1,3793 -0,1843 -1,6418 0,9614 

 72  0,9341 5,9 1,5404 -0,1527 -0,7844 1,1586  0,9246 10,3 1,7482 -0,2109 -1,8897 1,2482 

 36  0,9813 3,4 0,6209 0,0898 0,4941 0,4528  0,9809 4,8 0,6238 0,1470 1,2461 0,4606 
II (Média) 48  0,9573 5,1 1,0908 0,2194 1,0167 0,8476  0,9616 7,0 0,9710 0,1350 1,1742 0,7537 

 60  0,9383 6,3 1,4371 0,1696 0,6351 1,1540  0,9402 9,0 1,3454 0,1367 0,9643 1,0671 

 72  0,9205 7,1 1,7473 0,1485 0,3685 1,4248  0,9217 10,7 1,6854 0,1622 0,9654 1,3509 

 36  0,9664 4,1 0,6354 0,0245 0,1006 0,4855  0,9750 5,4 0,5645 0,0611 0,5587 0,4164 
III (Baixa) 48  0,9469 5,7 1,0310 0,2162 1,0151 0,8110  0,9530 7,7 0,9237 0,2654 2,1634 0,7345 

 60  0,9208 7,0 1,4403 0,4415 2,0173 1,1376  0,9288 9,6 1,2663 0,4142 3,1381 1,0115 

 72  0,9027 7,8 1,6839 0,4195 1,6418 1,3273  0,9086 11,0 1,5074 0,4265 2,8055 1,2005 
 

 

 

 

 

62 



 
 

63 
 

Al
tu

ra
 E

st
im

ad
a 

(m
) 

0

10

20

30

40

0 10 20 30 40
Al

tu
ra

 E
st

im
ad

a 
(m

)
Altura Observada (m)

Site 1
36 meses

 

0

10

20

30

40

0 10 20 30 40

A
ltu

ra
 E

st
im

ad
a 

(m
)

Altura Observada (m)

Site 1
48 meses

 

0

10

20

30

40

0 10 20 30 40

A
ltu

ra
 E

st
im

ad
a 

(m
)

Altura Observada (m)

Site 1
60 meses

 

0

10

20

30

40

0 10 20 30 40

A
ltu

ra
 E

st
im

ad
a 

(m
)

Altura Observada (m)

Site 1
72 meses

 

0

10

20

30

40

0 10 20 30 40

A
ltu

ra
 E

st
im

ad
a 

(m
)

Altura Observada (m)

Site 2
36 meses

 

0

10

20

30

40

0 10 20 30 40

A
ltu

ra
 E

st
im

ad
a 

(m
)

Altura Observada (m)

Site 2
48 meses

 

0

10

20

30

40

0 10 20 30 40

A
ltu

ra
 E

st
im

ad
a 

(m
)

Altura Observada (m)

Site 2
60 meses

 

0

10

20

30

40

0 10 20 30 40

A
ltu

ra
 E

st
im

ad
a 

(m
)

Altura Observada (m)

Site 2
72 meses

 

0

10

20

30

40

0 10 20 30 40

A
ltu

ra
 E

st
im

ad
a 

(m
)

Altura Observada (m)

Site 3
36 meses

 

0

10

20

30

40

0 10 20 30 40

A
ltu

ra
 E

st
im

ad
a 

(m
)

Altura Observada (m)

Site 3
48 meses

 

0

10

20

30

40

0 10 20 30 40

A
ltu

ra
 E

st
im

ad
a 

(m
)

Altura Observada (m)

Site 3
60 meses

 

0

10

20

30

40

0 10 20 30 40

A
ltu

ra
 E

st
im

ad
a 

(m
)

Altura Observada (m)

Site 3
72 meses

 Altura Observada (m) 
 
Figura 22 – Estimativas de altura obtidas pelo simulador de Autômatos 

Celulares para as classes de capacidade produtiva I (Alta), II 
(Média) e III (Baixa), em relação aos valores observados. 
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Figura 23 – Estimativas de diâmetro obtidas pelo simulador de Autômatos 
Celulares para as classes de capacidade produtiva I (Alta), II 
(Média) e III (Baixa), em relação aos valores observados. 
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As distribuições do número por hectare de árvores por classe 

diamétrica, obtidas através das projeções do modelo de árvores individuais, 

apresentaram tendência à normalidade, com deslocamento para a direita à 

medida que o povoamento atinge maiores idades, assim como a tendência da 

distribuição observada (Figura 24), conforme descrito por Leite et al. (2005). 
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Figura 24 – Número de árvores por hectare, observados e estimados, para 
cada idade de projeção, nas classes de capacidade produtiva I 
(Alta), II (Média) e III (Baixa). 
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O teste Qui-quadrado foi não significativo para todas as classes de 

capacidade produtiva e em todas as idades analisadas, ou seja, as 

distribuições estimadas médias foram estatisticamente iguais às observadas 

(Tabela 16).  

 

Tabela 16 - Estatística Qui-quadrado (X²) entre distribuições diamétricas 
médias estimadas e observadas 

Idade 
(meses) 

Classe de Capacidade Produtiva 
I (Alta)  II (Média)  III (Baixa) 

X² n X² 0,05   X² n X² 0,05   X² n X² 0,05  
36 1,53 10 16,92 n.s.  0,28 9 0,94 n.s.  0,97 6 11,07 n.s. 

48 1,44 11 18,31 n.s.  1,37 10 1,45 n.s.  0,92 7 12,59 n.s. 

60 4,57 12 19,68 n.s.  1,63 11 3,22 n.s.  0,92 8 14,07 n.s. 

72 5,21 11 18,31 n.s.  2,12 11 6,54 n.s.  0,80 8 14,07 n.s. 

n.s. = não significativo a 5% de significância. 

 

Considerando as distribuições diamétricas das parcelas 

individualmente, em cada classe de produtividade e nas diferentes idades, 

observa-se que o número de árvores por classe não diferiram estatisticamente, 

pelo teste X² para quase a totalidade das parcelas (Tabela 17). 

 

Tabela 17 – Porcentagem do número de parcelas com distribuições diamétricas 
estimadas iguais às observadas pelo teste Qui-quadrado (X²)* 

Idade 
(meses) 

Classe de Capacidade Produtiva 
I (Alta)  II (Média)  III (Baixa) 

= (%)  ≠ (%)   = (%)  ≠ (%)   = (%)  ≠ (%)  36 100 
 

0   100 
 

0   100 
 

0  

48 90 
 

10   90 
 

10   100 
 

0  

60 90 
 

10   90 
 

10   90 
 

10  

72 80 
 

20   80 
 

20   80 
 

20  

Média Geral 90 
 

10   90 
 

10   93 
 

7  

* nível de significância de 5%. 

 

A tendência encontrada está dentro dos padrões obtidos em trabalhos 

de modelagem da distribuição diamétrica para plantios de eucaliptos 

(NOGUEIRA et al., 2005; ARAUJO JÚNIOR et al., 2010; BINOTI et al., 2010).  

As estimativas de volume por hectare, por parcela, projetadas até a 

idade de 72 meses não diferiram significativamente dos valores reais, em todas 

as classes de capacidade produtiva e idades, pelo teste t para amostras 

dependentes (Tabela 18).  
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Tabela 18 - Teste t para amostras dependentes entre as estimativas de volume 
por hectare e valores observados por parcela 

Variável Idade 
(meses) 

Classe de Capacidade Produtiva 
I (Alta)  II (Média)  III (Baixa) 

t t 0,05   t t 0,05   t t 0,05  

Volume 
(m³/ha) 

36  
2,26 
(n=10) 

 

-0,50 n.s. 
  

2,26 
(n=10) 

 

0,20 n.s. 

  
2,26 
(n=10) 

 

-0,33 n.s. 

48 -0,67 n.s. 

 0,11 n.s. 

 0,16 n.s. 

60 -1,70 n.s. 

 -0,04 n.s. 

 0,43 n.s. 

72 -1,74 n.s. 

 -0,19 n.s. 

 0,32 n.s. 

n.s. = não significativo a 5% de significância. 

 

As estimativas médias dos estoques volumétricos na idade final ficaram 

próximas às observadas (Figura 25). As diferenças percentuais entre os 

estoques estimados e aqueles observados na idade de 72 meses foram de -7, 

0 e 6 %, respectivamente para as classes I, II e III. Além disso, em idades 

menores, as estimativas foram mais precisas, indicando que o modelo baseado 

em redes neurais fornece estimativas precisas em qualquer idade. 
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Figura 25 – Estimativas da produção volumétrica em nível de povoamento para 
as classes de capacidade produtiva I (Alta), II (Média) e III (Baixa), 
após as projeções pelo modelo de árvores individuais no AC.  

 

Pelos resultados apresentados, pôde-se observar que o modelo de 

árvores individuais baseado em RNA foi adequado para estimar crescimento e 

produção no povoamento de eucalipto estudado. O simulador traduziu a 

dinâmica do povoamento, com estimativas precisas em todos os graus de 

detalhamento, ou seja, foi possível obter estimativas confiáveis em nível de 

povoamento total, distribuição diamétrica e árvores individuais, sendo útil para 

qualquer propósito de manejo florestal. 

 

 

 

 

 

 

I (Alta) 

II (Média) 
 

III (Baixa) 



 
 

69 
 

 

 

 

 

 

 

 

 

 

6. CONCLUSÕES 
 

Nesse estudo pôde-se concluir que: 

 

      As redes neurais artificiais estimaram com precisão o crescimento em 

diâmetro, em altura e a probabilidade de mortalidade, apresentando 

superioridade nas estimativas em relação aos modelos de regressão; 

 

      O modelo de simulação de Autômatos Celulares foi capaz de descrever a 

dinâmica da floresta; 

 

      Os resultados gerados pelas simulações podem subsidiar o planejamento 

de produção de madeira em todos os níveis de detalhamento desejados; 

 

      O simulador desenvolvido neste estudo simplifica o uso dos modelos de 

crescimento e produção em nível de árvores individuais; 

 

      Tanto a forma de se estimar os sub-modelos de crescimento e de 

mortalidade, quanto o aplicativo desenvolvido facilitaram a tarefa de simulação, 

mostrando que esta tecnologia é acessível e muito eficaz.  
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7. RECOMENDAÇÕES 

 
Devido à eficiência da metodologia utilizada para estudo de 

modelagem de árvores individuais em povoamentos de eucalipto, recomenda-

se: 

 

      Simular desbastes, verificando se os índices de competição são capazes 

de captar o efeito deste tratamento; 

 

      Aplicar o sistema proposto no estudo de crescimento e produção de 

florestas nativas; 

 

      Integrar, no mesmo aplicativo de Autômato Celular, os algoritmos de redes 

neurais artificiais. 
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